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RESUMO

O cancer de mama é considerado a segunda neoplasia responsdvel por mais mortes
em mulheres no mundo. Para a prevengdo e redugdo desse niimero, a mamografia de
screening é o exame mais utilizado para detecgdo de nédulos em estagios iniciais. A
partir desse exame, o radiologista pode analisar as anomalias e a partir disso desen-
volver um diagnodstico. Para aumentar a acurdcia dos resultados obtidos a partir das
imagens de mamografia, estdo sendo desenvolvidos softwares de auxilio a diagnéstico
computer-aided diagnosis capazes de automatizar o processo de analise da imagem e ex-
trair informacdes relevantes para a classificagdo dos nédulos presentes nos exames.
Esse trabalho apresenta duas novas metodologias para extragdo de features e classifi-
cacdo de massas e ndo-massas,s a partir da Entropia de Tsallis extraidas através da
matriz de co-ocorréncia (GLCM) e através da matriz de valores singulares (SVD) da
imagem de mamografia, alcancando uma acurdcia maxima de 91.3%

Palavras-chave: Mamografia, Classificacdo, Extracdo de Features, Entropia de Tsallis
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ABSTRACT

Breast cancer has been considered the second neoplasia responsible for women’s de-
ath in the last few years. To prevent and to reduce these statistics, screening mammo-
graphy has been used as the most important exam to detect nodules on initial stages.
From this exam, the radiologist can analyze anomalies and to provide some diagnostic.
To improve the results accuracy rate from mammography images, computer-aided di-
agnosis softwares have been developed with the ability to automate the image analy-
ses processing and to extract relevant information for mass classifications on screening
exams. This work presents two new methodologies for feature extraction for mass
and non-mass classification, based on Tsallis entropy calculated from gray level co-
occurrence matrix (GLCM) and from singular value decomposition (SVD), reaching
the best accuracy rate of 91.3%.

Keywords: Mammography, Classification, Feature Extraction, Tsallis Entropy
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Capitulo

Esse capitulo apresenta a contextualizagdo do problema abordado nesse trabalho, descrevendo os principais objeti-
vos e fazendo uma abordagem primdria sobre os trabalhos que jd foram desenvolvidos nessa drea

INTRODUCAO

O cancer de mama, atualmente, é considerado o segundo tipo de cancer mais comum
no mundo e a neoplasia que mais atinge as mulheres. De acordo com pesquisas da
International Agency for Research Cancer (IARC) (International Agency for Research
on Cancer, 2012), em 2012 foram estimados 1.67 milhdes de novos casos de cancer de
mama no mundo, que representa 25% dos casos de todos os tipos de cancer e até 2017,
sdo previstos 6.25 milhdes de casos. A partir dessas estatisticas, ainda em 2012, foram
registrados 522.000 mortes por conta dessa neoplasia tornando-se uma das principais
causas de morte no mundo.

No ano de 2010, foram registrados 12.705 mortes em funcdo dessa neoplasia. Em
2012, esse nimero aumentou consideravelmente para 13.591. O cancer de mama
vendo sendo considerado a principal causa de morte por cancer em mulheres bra-
sileiras desde o ano de 1979 (VIEIRA, 2012). Entre os homens, o nimero de 6bitos
ainda é considerado baixo. No mesmo ano de 2012, foram registradas 154 mortes pela
neoplasia, de homens. Segundo o Instituto Nacional do Cancer (INCA) (CANCER,
2014), para o ano de 2014, 57.120 novos casos foram previstos no Brasil.

Fatores genéticos, de ambiente e fatores relacionados ao estilo de vida do paciente
tém influéncia direta no desenvolvimento da neoplasia. Altera¢des genéticas influ-
enciam nos genes que inibem os tumores e por consequéncia causam alteragdes fe-
notipicas que, no final, acabam por desenvolver o aparecimento do cancer de mama
(VIEIRA, 2012). Fatores hereditdrios compdem um grupo de 10% dos casos de cancer
de mama no mundo. Altera¢des nos genes BRCA 1, BRCA 2 e no p53, responsaveis
pela supressdo de tumores malignos, sdo as principais causas do cancer de mama he-
reditdrio. Os canceres ndo hereditarios sdo maioria e estdo associados, principalmente
ao estilo de vida que a populagdo vem adotando ao longo das tltimas décadas.

Em sua maioria, o cincer de mama atinge mulheres com idade entre 50 e 85 anos
(VIEIRA, 2012). A principal causa do nimero elevado de 6bitos estd associada a falta
de diagnostico precoce. No Brasil, estima-se que 60% dos casos de cancer de mama

1



2 INTRODUCAO

sdo detectados tardiamente (VIEIRA, 2012). Para a deteccdo da massa, é aconselhavel
que a paciente faga o exame clinico da mama uma vez por ano (VIEIRA, 2012). Além
desse exame, a mamografia é o exame complementar que deve ser feito com a mesma
frequéncia pelas mulheres. O exame produz um raio-x completo da mama através do
mamoégrafo!. Como resultado, aparelho produz uma imagem de alta qualidade para
facilitar o trabalho do radiologista na identificacdo de pequenas lesdes, mesmo que
estas ainda estejam em fase inicial.

(a) (b)
Figura 1.1 (a) Mamografia com massa maligna (b) Mamografia com calcifica¢des malignas

Os sintomas do cancer de mama estdo associados a manchas ndo dolorosas e de
bordas irregulares, edema na pele das mamas e o aumento consideravel dos linfono-
dos? axilares (VIEIRA, 2012). Na grande maioria dos casos, essa neoplasia aparece em
forma de massas e microcalcificagdes (JALALIAN et al., 2013), como pode ser visto na
Figura 1.1.

As microcalcificagdes sdo pequenos depdsitos de cdlcio no tecido mamadrio (COX;
MORGAN, 2013) e sdo classificadas de acordo com sua aparéncia e colora¢do opaca
(JALALIAN et al., 2013) na mamografia.

Em algumas regides de maior desenvolvimento urbano, e consequentemente, onde
as mulheres tém acesso facilitado ao exame de mamografia, o auto-exame foi per-
dendo sua funcdo, dado que os resultados da mamografia descrevem de maneira mais
precisa a situacdo atual da paciente.

O exame de mamografia, atualmente, é o mais utilizado para detecgao de cancer de
mama em mulheres. A eficdcia desse exame esta associada a deteccdo de massas em
sua fase inicial e que ainda sdo considerados impalpdaveis. Entretanto, para mulheres
com menos de 40 anos, o exame sé é indicado em casos onde existem fatores de riscos
associados, como os hereditarios. Até essa idade, o tecido da mama ainda possui uma
densidade muito alta, o que promove uma dificuldade na identificacdo das massas no
raio-x.

! Aparelho utilizado para exames de mamografia
2Linfonodos sdo massas ovais que servem como filtro para os fluidos linfos



1.1 MOTIVACAO 3

Tabela 1.1 Coédigos BI-RADS

Categoria Interpretacao Risco de Cancer Recomendacao
0 Inconclusivo — Avaliacao adicional
1 Sem achados 0.05% Rotina de screening
2 Achados benignos 0.05% Rotina de screening
3 Achados provavelmente benignos <2% Repetir exame em 6 me-
ses (eventual biépsia®)
4 (A,B,C) Achados suspeitos de malignidade > 20% Bidpsia
5 Achados altamente sugestivos de > 75% Bidpsia
malignidade
6 Biopsia prévia com malignidade 100% —
confirmada

Existem dois tipos de mamografias: a mamografia diagnoéstica e a mamografia de
screening. O primeiro tipo pode ser feito em qualquer idade, desde que a paciente
esteja com suspeita de cAncer de mama ou esteja inclusa no grupo dos pacientes com
fatores de risco associados, descritos anteriormente. O segundo tipo deve fazer parte
dos exames de rotina das mulheres, portanto pode ser feito em qualquer idade. No
Brasil, as mulheres com idade entre 40 e 50 anos ja sdo consideradas aptas para esse
exame a rotina (VIEIRA, 2012).

Uma padronizacdo das informagdes contidas nos laudos de exames de mamografia
foi criada para que a interpretagdo fosse tinica em todo o mundo. O sistema Breast
Imaging Reporting and Data System (BI-RADS), como pode ser visto na Tabela 1.1, foi
criado pelo American College of Radiology (ACR) (RADIOLOGY, 2014) e é utilizado para
estabelecimento de riscos inerentes ao paciente, prever a evolu¢do da massa e orienta-
lo para as préximas condutas que devem ser tomadas apds o diagndstico(VIEIRA,
2012).

1.1 MOTIVACAO

A avaliagdo do exame de mamografia é feita por um radiologista especialista. Estatis-
ticas apontam que os resultados sao falhos entre 10% a 30% dos casos (SAMPAT; MAR-
KEY; BOVIK, 2005). Em mulheres fora do grupo de risco, o exame de mamografia pode
representar um risco em fungdo do alto nimero de diagnésticos falsos-positivos ou de
overdiagnoses4 (TUPPER; HOLM, 2014). Ou seja, a sensibilidade inerente ao exame de
mamografia pode, em alguns casos, interferir na expectativa de vida de um paciente e
portanto, alguns fatores vém sendo levantados pelos especialistas, colocando a efic4cia
do método em questdo.

Em 1983, um estudo feito pela American Cancer Society (ACS) comprovou os be-
neficios e maleficios do exame. A partir desse estudo, a ACR estipulou que para mu-
lheres que nao estdo no grupo de risco, a mamografia deve ser feita a cada 1 ou 2 anos
em mulheres com idade entre 40 e 49 anos (TUPPER; HOLM, 2014).

“Termo em inglés para expressar o diagnéstico de um tumor que néo levarda o paciente ao 6bito



4 INTRODUCAO

Com o objetivo de aprimorar a acurdcia® do exame de mamografia e consequente-
mente diminuir o nimero de falsos-positivos e falsos-negativos, foram desenvolvidos
sistemas computacionais para auxiliar na andlise desse raio-x (DOI, 2009). Computer-
Aided Detection (CADe) e Computer-Aided Diagnoses (CADXx) sdo softwares utilizados
para auxiliar na detecgdo e diagnéstico de massas na mamografia, respectivamente.
Para o primeiro tipo, os resultados oferecem a localizacdo de massas na mamografia,
apresentando ao radiologista uma base para que se possa refina-las e desse modo, ob-
ter um diagnéstico mais coerente para o paciente. O segundo tipo, CADx, fornece um
visdo mais completa do exame. Através desses sistemas computacionais, o radiolo-
gista consegue saber o nivel de malignidade da massa em questao.

A detecgdo e o diagnoéstico do cancer de mama ainda sdo um desafio para os radi-
ologistas em funcdo da diversidade de formas e bordas das massas presentes na ma-
mografia (JALALIAN et al., 2013). Apesar disso, as massas malignas em sua grande
maioria, sdo representadas de forma espiculada®. Portanto, o principal objetivo de um
sistema CAD é permitir que o radiologista ou 0 médico ndo tenham a necessidade de
rever uma mamografia na qual ndo tenha sido encontradas massas anteriormente.

Os sistemas CADe sdo baseados em duas diferentes metodologias: os algoritmos
aplicados pixel-a-pixel (pixel-based), onde operadores sdo aplicados em cada pixel da
imagem que irdo compor o vetor de features’ para classificagdo e os algoritmos aplica-
dos em uma determinada regido de interesse (ROI) previamente segmentada para que
posteriormente sejam extraidas as features.

A caracteristica mais relevante dos métodos baseados em regides esta no fato de
que, ap6s a etapa de pré processamento, as imagens estardo englobando apenas a re-
gido de massa, sem que haja interferéncia das regides de tecidos da mama e do préprio
background da imagem de mamografia (SAMPAT; MARKEY; BOVIK, 2005). Promo-
vendo um breve comparativo entre o custo computacional e 0 desempenho de ambos
os métodos, pode-se perceber que apesar de ser um algoritmo de facil implementa-
¢do, o custo computacional dos métodos baseados em pixel sdo muito mais elevados
se comparados com os métodos baseados em regides.

Em (GORDON; RANGAYYAN, 1984) é desenvolvida uma metodologia baseada
em pixel utilizando o aprimoramento do contraste da imagem a partir de uma de-
terminada quantidade, fixa ou adaptativa, de pixels vizinhos. Para a determinacdo
da melhor quantidade de pixels a serem fixados, uma func¢do baseada no contraste e
no tamanho da regido central do pixel foi utilizada. Com isso, os valores de contraste
aumentavam ao redor de regides que formavam o background da imagem e consequen-
temente diminuam nas regides centrais.

Além de massas espiculadas, o cincer de mama pode estar presente nas mamogra-
fias, na forma de pequenas e granuladas microcalcifica¢gdes (STRICKLAND; HAHN,
1996). Entretanto, a deteccdo dessas pequenas regides sao dificeis em fungdo da homo-
geneidade criada pela densidade do tecido da mama que aparece como background da

®Medida estatistica que estabelece a relacao entre um método e o nimero de resultados corretos que
ele reproduz
®Massas com bordas irradiadas (DW POLLOCK RE, 2003)

"Termo em inglés para representar atributos extraidos a partir de uma imagem
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imagem. Em (STRICKLAND; HAHN, 1996), um método utilizando transformadas de
wavelets® bidimensionais é desenvolvido para deteccdo dessas microcalcificacdes. O
algoritmo proposto utiliza uma transformada de wavelet como um banco para filtros
de multiscale matched.

Em (KARSSEMEIJER; BRAKE, 1996) um método baseado em pixel para deteccdo
dessas massas espiculadas foi desenvolvido. A proposta utiliza um mapa de orienta-
cdo de pixel, onde duas features estatisticas, baseadas em operadores gaussianos, sdo
utilizadas por um classificador Bayesiano para avaliar os padrdes de bordas encon-
trados nas mamografias. O algoritmo conseguiu determinar 90% da malignidade das
imagens da base de dados Mammographic Image Analysis Society (MIAS) (SUCKLING
J. PARKER, 1994).

Utilizando os conceitos da Support Vector Machine (SVM), uma outra abordagem
para deteccdo de microcalcificagdes é apresentada em (EL-NAQA et al., 2002). Foram
utilizadas 76 mamografias, totalizando 1120 microcalcificagdes. Um dos principais
problemas para deteccdo de microcalcificagdes utilizando classificadores estd na etapa
de treinamento. O ntiimero de mamografias que contém microcalcificagdes é muito pe-
queno, tornando a etapa parcialmente falha. Como solugédo, os autores apresentam o
algoritmosuccessive enhancement-learning que seleciona de maneira iterativa as melho-
res imagens de microcalcificagdes para treinamento da SVM. Os resultados apontaram
uma sensibilidade acima de 94% para esse método. Sensibilidade é uma medida es-
tatistica para avaliar a quantidade de exames verdadeiramente positivos, levando em
consideragdo os resultados obtidos através de um método de classificagdo especifico.

(LI et al., 1995) desenvolveu uma nova abordagem de segmentacdo e para a detec-
¢do baseada em regides de massas malignas em mamografias. A metodologia baseada
no algoritmo Markov Random Field para segmentacdo utiliza os conceitos de multirre-
solucdo para que o processo ocorra de maneira mais eficaz e eficiente. Apo6s a fase
inicial, 18 features sdo extraidas das regides e utilizadas pelo classificador Fuzzy Binary
Tree para classificacdo das regides. A sensibilidade do método foi de 94% com um total
de 0.26 resultados falsos-positivos.

Em (LIU; BABBS; DELP, 2001) é apresentado um método para detecgdo de mas-
sas através da representagdo das mamografias em multi-resolu¢do. Em uma primeira
etapa, utilizando uma transformada de wavelet bidimensional, uma representacdo em
multi-resolugdo é obtida para cada imagem. A partir dessas novas imagens, um con-
junto de features é extraido para cada pixel. Todas as imagens, de baixas e altas resolu-
¢Oes, sdo utilizadas pela arvore bindria para classificagdo. O algoritmo propde ainda
uma nova abordagem, delimitando o tamanho ideal da vizinhanga para que sejam en-
contradas ROIs adequadas para classificagdo. Os resultados obtidos foram de 84.2% de
malignidade das imagens da base de dados MIAS, para varios tamanhos de imagens.

Uma outra abordagem para selecdo da regido de interesse utilizando o contraste
da imagem é apresentado em (KOBATAKE et al., 1999). O método é dividido em duas
etapas, sendo a primeira o desenvolvimento do algoritmo iris filter, que consegue fazer
a extracdo da regido de interesse baseado no contraste entre ela e o seu background e na

8Fungdes de decomposigio de sinal em fungdes bases
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segunda etapa é feita a extracdo das features que possuem uma boa capacidade de dis-
tingdo, ou seja, que consigam estabelecer a diferenca entre ROIs malignas e benignas.

Em alguns métodos para detec¢do de massas em mamografias, a saida do algo-
ritmo se restringe a delimitacdo das bordas da massa na mamografia e portanto, a
classificacdo em benigna e maligna devera ser feita por outro método. O objetivo para
a implementagdo de um sistema CADx se baseia na classificagdo de uma regido de
interesse (ROI) a partir de um conjunto de features extraidas e, consequentemente, re-
tornam como saida a porcentagem de malignidade de uma determinada ROI. A ideia
principal desses algoritmos é baseada nas observagdes dos radiologistas a cerca das di-
ferencas entre massas e tecidos normais, avaliar estatisticamente as features extraidas
dessas novas imagens.

Métodos baseados em redes neurais vém sendo utilizados para classificagdo de
massas em mamografias. Em (KUPINSKI; GIGER, 1997) é apresentada uma nova
abordagem, onde o principal objetivo é a minimizacdo do problema de over-trainning®
eminente nesse método. Todas as mamografias utilizadas tiveram seus resultados tes-
tados a partir de uma biépsia.

As features de Haralick (HARALICK; SHANMUGAM; DINSTEIN, 1973) vém sendo
utilizadas para classificacdo de texturas em imagens de mamografias. Em (MUDI-
GONDA; RANGAYYAN; DESAUTELS, 2000), utilizando um método modelagem po-
ligonal de features para extrair os pixels ao redor das margens da massa para a extragdo
das features baseadas em gradiente e a partir das matrizes de co-ocorréncia (GLCM)
das imagens foram extraidas as features de Haralick. Foram utilizadas 54 imagens,
sendo 28 benignas e 26 malignas.

(LI, CLARK; THOMAS, 2001) apresenta um método para diagndstico de massas
em imagens de mamografias digitais. A principio, com o objetivo de tornar a base de
dados mais uniforme, é feito um pré processamento das imagens com a extracdo das
ROIs das mamografias, reducdo de ruidos e a normalizagdo da intensidade dos pixels
em cada mamografia. Em seguida, utilizando a transformada de wavelet direcional,
duas features da imagem sdo extraidas: textura direcional com line-based features e uma
versdo suavizada da imagem original com region-based features. Por conta da varia¢do
na forma, borda e tamanho das massas, foi utilizado uma representacdo em multies-
cala para extracdo de features que contemplem todos os tipos de variagdo de massa. Os
resultados obtidos através do classificador hibrido mostraram uma sensibilidade de
91% para esse método.

Em (TOURASSI et al., 2003) um método para diagnéstico de regides de interesse em
mamografia é desenvolvido utilizando o conceito de knowledge-based CAD (KB-CAD).
A partir da base de dados, foram selecionadas mamografias com massas benignas (146
casos), malignas (260 casos) e mamografias sem massas (82 casos). Ap0s a selecdo, a
extragdo foi feita baseada nas informagdes de contornos disponiveis na prépria base de
dados. ROIs de tamanho 512 x 512 pixels foram extraidas de cada caso. Utilizando um
algoritmo de template matching, cada nova ROI é comparada com uma regido suspeita
de malignidade. Em casos onde ocorre a similaridade entre as duas regides, a imagem

9Termo em inglés para designar o treinamento excessivo do classificador
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é arquivada para a etapa final, onde um algoritmo de decisdo ird predizer se a regido
é classificada como maligna ou benigna.

Uma nova abordagem para detec¢do e diagnoéstico de cancer de mama utilizando a
varia¢do do contraste dos pixels da imagem é apresentado em (WANG et al., 2013).As
imagens utilizadas eram de 8-bits e possuiam tamanho fixo de 1024 x 1024. Apés a
remogdo dos tecidos adiposos e glandulas parciais da mamografia, as imagens foram
submetidas ao procedimento de running filter, realgando as glandulas suspeitas e ate-
nuando a aparéncia dos tecidos saudéaveis.

Os sistemas CADe e CADx vém sendo aprimorados com o objetivo de aumentar a
porcentagem de acurdcia e consequentemente diminuir a quantidade de laudosfalsos-
positivo. Segundo (CHENG et al., 2003), em mulheres onde o tumor maligno é des-
coberto previamente, a taxa de sobrevivéncia é de 82%, em contrapartida, para as
neoplasias detectadas em estdgio avancado esse ntimero cai para 60%.

1.2 OBJETIVO PRINCIPAL

O objetivo principal desse trabalho é fazer uma andlise comparativa entre os resulta-
dos de classificacdo de massas e ndo massas através da extracdo da Entropia de Tsallis
calculada a partir das matrizes de co-ocorréncia e da Decomposicdo em Valores Singu-
lares (SVD) de cada imagem presente na base de dados Digital Database Mammography
Screening (DDSM)(HEATH, 1998). Desse modo, o resultado final desse trabalho prevé
a implementagdo de uma nova ferramenta CADe para auxiliar os radiologistas no for-
necimento de laudos mais precisos, ou seja, com o menor nimero possivel de falsos-
positivos, para os pacientes que ainda se encontram em estagio inicial da doenga.

1.3 ORGANIZACAO

Esse trabalho estd organizado de acordo com a seguinte ordem. No Capitulo 2, serad
apresentada a revisdo bibliografica fundamental para o entendimento dos demais ca-
pitulos. A priori, sdo estabelecidos os principais conceitos sobre a mama feminina e
sobre a patologia do cancer de mama. Em seguida, sdo apresentadas as caracteristi-
cas da mamografia, nosso principal objeto de estudo desse trabalho, ressaltando quais
propriedades deverdo ser levadas em consideragdo no momento da implementagao de
algoritmos para o processamento dessas imagens. Sdo apresentados também os fun-
damentos do processamento de imagens, defini¢do de uma imagem digital, descrigdo
de técnicas de realce da imagem, como a equalizacdo de histograma e a etapa final de
extracdo da regido de interesse contida em cada mamografia. Apds, sdo descritos os
conceitos do reconhecimento de padrdes, com as defini¢des de textura e a apresentacdo
dos principais classificadores utilizados em sistemas CADx e CADe. Por ultimo, sdo
apresentados os conceitos dos métodos que serdo utilizados para extracdo de carac-
teristicas. Definiremos o que é uma matriz de co-ocorréncia e quais features poderao
ser extraidas a partir dela. Além de apresentar as definicdes matemaéticas para a de-
composi¢do em valores singulares e de que maneira essas matrizes, juntamente com a
Entropia de Tsallis podem auxiliar na classificagdo de ROIs de massa e ndo massa em
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mamografias.

No Capitulo 3, serdo descritos todos os passos que foram seguidos para montar
a metodologia desse trabalho. Esse capitulo foi dividido de forma temporal. Inicial-
mente é descrita a fase de aquisi¢do das imagens, descrevendo sobre as caracteristicas
da base de dados escolhida (DDSM), como as mamografias foram pré processadas
para obter os melhores resultados e por fim, serd apresentado os critérios para extra-
¢do das regides de interesse.

A aplicagdo dos métodos para diagnoéstico também serdo apresentados nessa se-
¢do. Inicializando com a implementacdo dos métodos para criacdo das matrizes de
co-ocorréncia para quatro diferentes dire¢des 6, onde 6 € {0°,45°,90°,135°} e para
quatro distancias d diferentes, onde d € {1,2,3,4}. Sdo apresentadas também, a meto-
logia utilizada para implementa¢do do método de decomposicdo em valores singula-
res, e de que maneira os conceitos de valores singulares das matrizes de co-ocorréncia
da imagem na construcdo desses diversos conjuntos de features. Por fim, sdo descritas
todas as caracteristicas da biblioteca 1ibSVM (CHANG; LIN, 2011), um classificador
baseado em SVM, utilizado nesse trabalho para obtencdo das 5 métricas de avaliagdo
dos sistemas de detecgdo de massas e ndo massas: acurécia, sensibilidade, especifici-
dade, valor preditivo positivo e valor preditivo negativo.

O Capitulo 4 apresenta todos os resultados obtidos a partir da aplicacdo das meto-
dologias previamente descritas no Capitulo 3 e elabora uma andlise comparativa entre
esses resultados utilizando as métricas encontradas para a GLCM e para a SVD. Por
altimo, no Capitulo 5 sdo apresentadas as conclusdes finais desse trabalho, ressaltando
as vantagens e desafios encontrados para a implementacdo das metodologias. Além
disso, nesse capitulo serdo apresentadas os principais topicos para a elaboragdo de um
trabalho posterior.



Capitulo

Neste capitulo sio abordados todos os conceitos tedricos que foram utilizados para o desenvolvimento desse traba-
lho. Inicialmente, sdo descritos os conceitos anatdmicos da mama feminina e os conceitos patologicos que envolvem
o cancer de mama. Em sequida, serdo descritos os principais fundamentos do processamento de imagem e do re-
conhecimento de padroes. Serdo estabelecidos, por fim, todos os conceitos aplicados nas metodologias utilizadas
para criagio do conjunto de features, sendo elas: matriz de co-ocorréncia, a decomposicio em valores singulares e
entropia de Tsallis

FUNDAMENTACAO TEORICA

2.1 ANATOMIA DA MAMA FEMININA

O conhecimento histolégico e anatdmico da mama feminina auxilia o radiologista ou
o médico na confec¢do do laudo do paciente, aumentando assim, as chances de um
resultado coerente (JESINGER, 2014). Desde a forma embriondria até o inicio da pu-
berdade, a mama feminina e masculina ndo apresentam diferencas (ELLIS; MAHADE-
VAN, 2013). A partir da quinta semana de gestacdo, os primeiros 16bulos mamarios
comecam a ser formados. Entretanto, os nervos, os ligamentos, as artérias, as veias, a
gordura e o sistema linfético da mama s6 serdo formadas ap6s a gestacdo (JESINGER,
2014). Durante esse periodo, os ductos comecam a se proliferar pela mama, formando
em suas terminagdes, o que posteriormente dardo origem aos l6bulos mamaérios (EL-
LIS; MAHADEVAN, 2013).

Ao final da puberdade, na fase adulta, a mama feminina ja estd composta por
inimeros ductos, tecidos de estroma glandular, gordura, 16bulos e estruturas neuro-
vasculares posicionadas sobre a caixa toracica, como pode ser visto na Figura 2.1. Apoés
os 40 anos, o tecido lobular e os ductos comecam a atrofiar, ocasionando a regressao
do tecido glandular e a reposicdo do mesmo pela gordura e tecido conectivo!?.

Os ductos sdo estruturas complexas e heterogéneas, responsaveis pela passagem
do leite até os mamilos. Estima-se que cerca de 4 a 18 ductos sdo responsdveis por essa
transmissdo. O comprimento da mama feminina se estende da segunda costela até a
sexta, e a pele que cobre a mama é conectada com o tecido interior através de uma
camada facial (JESINGER, 2014). O tamanho e a forma da mama nem sempre podem

10Tecido composto de células e fibras em uma matriz de proteinas

9
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Figura 2.1 Estrutura da mama feminina na maturidade
Fonte: (TECHNOLOGY, 2015)

ser determinadas pela quantidade de tecido glandular interno presente na mesma.
Durante a gravidez, a mama feminina pode dobrar a quantidade de glandulas ativas
em funcdo das atividades de lactancia, e por consequéncia pode existir uma varia¢do
no tamanho da mama.

2.2 CANCER DE MAMA

O cancer de mama é uma neoplasia heterogénea, e portanto vdrios fatores podem
influenciar no desenvolvimento da doenga, como fatores genéticos e relacionados ao
estilo de vida. De acordo com (ECONOMOPOULOU; DIMITRIADIS; PSYRRI, 2015),
5% a 10% dos casos de cancer de mama sdo hereditarios e dessa porcentagem 30%
foram desenvolvidos através de mutagdes nos genes BRCA! 1 e 2.

A neoplasia se desenvolve a partir de alteragdes no DNA que provocam uma grande
quantidade de lesdes genéticas, levando assim a inibi¢do dos genes capazes de impe-
dir o surgimento de tumores, gerando as alteragdes fenotipicas que acarretardo no
surgimento do cancer de mama (VIEIRA, 2012). O carcinoma é a neoplasia maligna
mais frequente na mama. Esse tipo de tumor pode ser classificado como in situ, que
geralmente é detectado na mamografia de screening, ou classificado como carcinoma
invasivo.

O carcinoma in situ pode estar localizado na massa mamadria ou ainda nas medi-
a¢des do mamilo. O tumor provoca a proliferacdo do epitélio neoplédsico dentro dos
ductos da mama, podendo estender-se até os 16bulos (BATEMAN, 2006). Esse tipo de
neoplasia, quando ndo ocorre em associagdo com o carcinoma invasivo, geralmente
ndo apresenta risco de desenvolver metdstase!? e, por consequéncia, poder4 ser tra-
tada através da remogao do tumor por cirurgia. A grande questdo, ainda ndo respon-

HGenes responsaveis pelo impedimento de desenvolvimento de tumores
12Processo de disseminagdo do tumor por outros 6rgaos do corpo do paciente
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dida pelos médicos, esta relacionada com o tamanho do corte que deve ser feito na
mama para que o tumor nao volte a se desenvolver apds o procedimento. Até o mo-
mento, acredita-se que uma margem de 10mm seja suficiente (BATEMAN, 2006). Em
alguns casos, onde o tumor j4 se estendeu por grande parte da mama, a mastectomia'®
é o procedimento mais adequado.

2.3 MAMOGRAFIA

Para a detecgdo prévia do cancer de mama, é recomendada a utilizagdo de exames de
raio-X, como a mamografia de screening e a ultrassonografia da mama. A mamografia,
por sua vez, é a ferramenta mais utilizada para descri¢gdo da regido mamaria (JESIN-
GER, 2014), produzindo uma imagem em alta defini¢do, com o objetivo de propor-
cionar ao radiologista uma melhor visdo da mama da paciente. No raio-x, os tecidos
glandulares aparecem com a cor branca, bem como a pele que aparece como uma linha
branca. Ja os tecidos que representam a gordura aparecem em um tom de cinza mais
escuro, tornando a visualiza¢do e percepg¢do do radiologista mais facil.

Figura 2.2 Esquema ilustrativo do exame de mamografia
Fonte: (RADIOLOGY, 2014)

O exame é feito através do mamografo, a partir da compressdo da mama por al-
guns segundos (Figura 2.2). Estatisticas apresentadas em (BARTH; GIBSON, 2005)
revelaram que o exame de mamografia consegue identificar pequenas massas malig-
nas, que proporcionam ao paciente um tratamento menos doloroso em comparagao
com o exame clinico, que quando aplicado de maneira isolada s6 consegue identificar
a neoplasia em estdgio avancado, fazendo com que o paciente necessite passar por
procedimentos invasivos, como a quimioterapia'4.

O procedimento pode ser elaborado utilizando duas diferentes visdes da mama,
como pode ser visualizado na Figura 2.3. A visdo cranio-caudal é obtida por radia-

¢do de raios-x sobre a mama, na diregdo vertical (ver Figura 2.3(a)). A visdo médio

13Remocao completa da regido interna da mama da paciente
4Tratamento para o cancer através de manipulacao de substancias quimicas
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(a) (b)

Figura 2.3 (a) Mamografia utilizando a visdo cranio-caudal; (b) Mamografia utilizando a visdo
médio lateral obliquia (MLO)
Fonte: (HEATH, 1998)

lateral obliqua é obtida por radiacdo de raios-x sobre a mama, segundo um angulo
previamente determinado (ver Figura 2.3(b)). E sabido que, até hoje, o exame de ma-
mografia é o exame de screening que retorna os melhores resultados para a detecgdo
de cancer de mama em fases iniciais, sendo o tinico exame de screening que consegue
reduzir a taxa de mortalidade no mundo (DRUKTEINIS et al., 2013).

Entretanto, de acordo com (CARNEY et al., 2003), a sensibilidade!® e a especifici-
dade!® da mamografia estdo diretamente associadas a densidade da mama da paci-
ente, ou seja, em mulheres com idade entre 50 e 79 anos, onde a densidade da mama é
alta, a mamografia ndo atinge uma porcentagem de acurécial” satisfatéria para diag-
noéstico do cancer de mama. Por outro lado, em mulheres com idade acima de 80 anos,
esse método vém sendo bastante eficaz.

O ntimero de resultados falsos-positivos'® ainda é uma grande preocupagio para
a comunidade médica. A partir do laudo incorreto, o paciente poderd se submeter a
outro exame de mamografia, o que aumentaria a taxa de radiagdo na qual ele estaria
sendo exposto, ou ainda seria necessério a realizacdo de uma biépsia (DRUKTEINIS
et al., 2013). Por esse motivo, com o avango tecnolégico, novas ferramentas CADe (sis-
temas para deteccdo de massas) e CADx (sistemas para diagndstico de massas) estdo
sendo desenvolvidas com o intuito de aumentar a acurdcia do exame de mamografia.

1

15Capacidade de identificar individuos doentes

16Capacidade de identificar individuos sadios

7Capacidade de estimar diagnésticos corretos (positivos e negativos). Ou seja, apresenta a relagao
entre os valores de sensibilidade e especificidade

18Resultado positivo para um paciente que esta sadio
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24 FUNDAMENTOS DO PROCESSAMENTO DE IMAGENS

O principal objetivo para o estudo da andlise e processamento digital de imagens é
apresentado através de duas vertentes: melhoramento das imagens para que o ser hu-
mano consiga interpretar de maneira mais adequada; e o processamento das imagens
para armazenamento, transmissdo e representagdo de forma automatizada (GONZA-
LEZ; WOQODS, 2002).

Podemos definir o processamento de imagens digitais como sendo um conjunto de
passos que se inicializam na aquisi¢do da imagem e terminam com o reconhecimento
de objetos. Através dessas etapas, a imagem passa por vdrias altera¢des para ser adap-
tada para um determinado problema em questdo. O fluxograma descrito na Figura 2.4
ilustra de maneira simplificada as etapas fundamentais.

Aquisigdo Pré- Segmentacdo Descricgao e Reconhecimento
> . — .
da Imagem Processamento da Imagem Representagao de objetos

Figura 2.4 Fluxograma simplificado das etapas do Processamento Digital de Imagens
Fonte: (GONZALEZ; WOODS, 2002)

2.4.1 Aquisicdo e representacdo da imagem digital

Uma imagem ¢é definida como uma fungdo bidimensional f(x,y), onde x e y sdo as
coordenadas espaciais e a amplitude f representard a intensidade do pixel no ponto
(x,y), como pode ser visto na Equagdo (2.1). Uma imagem digital pode ser descrita
entdo, por um conjunto finito de elementos, chamados de pixels, onde cada um possui
um valor especifico e uma localizagdo tnica (GONZALEZ; WOODS, 2002).

£(0,0) f0,1) ... f(OLN—1)
1,0 1,1

f(1,0) fLy o fLN=T)

flxy) = (2.1)

FM_1,0) f(M—11) ... F(M-1LN_1)

Um pixel de coordenada (x,y) possui quatro vizinhos (horizontais e verticais), cha-
mados de 4-vizinhanga e representados através da notagdo Ny(p), sendo p o pixel em
questdo. Além disso, um pixel possui ainda outros quatro vizinhos, nas diagonais, que
em conjunto com os pixels da 4-vizinhanga, formardo a 8-vizinhanga, representada pela
notagdo Ng(p).

As imagens digitais sdo formadas a partir da capta¢do da energia através de sen-
sores (Figura 2.5). De maneira genérica, podemos descrever essa formagédo a partir da
convolucdo entre uma determinada fonte de iluminagdo e a absorcdo dessa energia
por todos os elementos que fazem parte da cena daquela imagem (GONZALEZ; WO-
ODS, 2002). A aquisi¢do das imagens pode ser feita utilizando dois tipos de sensores:
por linha e por aquisi¢do matricial.



14 FUNDAMENTACAO TEORICA
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Figura 2.5 Exemplo de um sensor para aquisigdo de imagem
Fonte: (GONZALEZ; WOODS, 2002)

A varredura por linha, geralmente é aplicada pelos scanners de mesa e fornecem, a
cada varredura, uma linha da imagem que se deseja capturar. Para imagens médicas,
os sistemas de sensores por varredura de linha sdo dispostos em forma de anel, para
obtencdo de uma imagem de corte transversal'®.

A aquisicdo feita através de sensores matriciais sdo geralmente instalados em dis-
positivos de cdmeras digitais. A principal vantagem desse método de aquisi¢do é a
possibilidade de projecdo do padrédo de energia diretamente na superficie da matriz,
dessa forma ndo héd necessidade de movimentagdo do arranjo de sensores.

2.4.2 Equalizacao de Histograma

O histograma de uma imagem em escala de cinza pode ser representado através da
fungédo discreta representada na Equacgéo (2.2):

h(re) = m (2.2)

onde k representa o k-ésimo nivel de intensidade de cinza, dado um intervalo de ni-
veis de cinza [0, L — 1] (sendo que L corresponde a quantidade de niveis de cinza da
imagem), e 1y representard o ntimero total de pixels naquela imagem compartilhando
o nivel de cinza r;. Em sua representacdo grafica, o eixo horizontal correspondera aos
valores de intensidade r e o eixo vertical a fun¢do de histograma descrita na Equacao
(2.2).

Sabendo que ry representa o valor de intensidade de um pixel em um ponto es-
pecifico de coordenadas (x,y), a equalizagdo de histograma é o mapeamento dessas

PCorte transversal disponibiliza ao usuério uma segio do objeto tridimensional (GONZALEZ; WO-
ODS, 2002)
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intensidades através da Equacdo (2.3):

s=T(r) 0<r<L-1 (2.3)

de maneira que os niveis de cinza s compartilhem aproximadamente o mesmo nu-
mero de pixels. Os niveis de cinza de uma imagem podem ser considerados como
varidveis aleatdrias dentro do intervalo [0, L — 1]. Dessa forma, podemos utilizar uma
funcdo densidade de probabilidade (PDF) para fazer a representacdo dessas varidveis.
Supomos entdo que p,(r) e ps(s) sdo as PDFs, diferentes, das variaveis r e s, respecti-
vamente. Na Figura 2.6 é ilustrado o processo de equalizagdo do histograma em uma
regido de interesse (ROI).

(a) (b)

Figura 2.6 (a) Imagem do nédulo mamdrio sem equalizacdo de histograma (b) Imagem do
nédulo mamario com equaliza¢do de histograma

Para valores discretos, como é o caso dos niveis de cinza de uma imagem, pode-se
representar essas PDFs em forma de somatério. Desse modo, calcula-se a probabili-
dade da frequéncia de um nivel de cinza em uma determinada imagem f de dimensao
M x N, como sendo:

_ Mk
pr(rk) - M % N

(2.4)

onde 1, é o nimero total de pixels com a intensidade 7, e M x N o ntiimero total de pi-
xels daimagem. Consequentemente, a férmula discreta que representard a equalizagado
de histograma de uma imagem sera:

B B k B (L—l) k
sp=T(ry) = (L — 1);%(7’1‘) = V<N ;)ni (2.5)

O processo de equalizagdo pode entdo ser descrito como a obtengdo de um novo
pixel de saida através do mapeamento do pixel de entrada r; em seu correspondente
nivel s; com o auxilio da Equacao (2.5).
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2.4.3 Quantizacdo de imagens

Uma imagem digital é representada através de um conjunto finito de valores bina-
rios. Dessa forma, para transformagdo de uma imagem real em uma imagem digital,
é necessdrio a utilizagdo de dois processos: amostragem e quantizagdo. O primeiro
processo consiste na representagao discreta da imagem e o segundo processo consiste
na selegdo dos valores dos pixels de cada ponto previamente amostrado.

Existem intimeros métodos para quantiza¢do de imagens. Um quantizador pode
ser descrito como um transformador de um sinal continuo em um sinal discreto para
um dado intervalo finito de nimeros. Uma imagem real, também chamada de sinal
continuo, possui valores continuos para as coordenadas (x,y) e para os valores de
amplitude associados a cada um desses ponto.

B
oy e

Quantization

S
=]
-

g

Ty

.
o

I

Sampling

(a) (b) (©)

(d)

Figura 2.7 (a) Selecio de um segmento AB da imagem (b) Representagdo continua do seg-
mento AB (c) Processo de amostragem e quantizagdo do segmento AB (d) Imagem original
quantizada

Source: (HEATH, 1998)

A Figura 2.7(a) apresenta uma imagem real (sinal continuo) representada através
de um sensor. A partir dessa imagem, um segmento AB foi selecionado para avaliagido
das etapas de amostragem e quantizacdo dos pontos presentes nesse segmento. Na
Figura 2.7(b) é apresentado um grafico dos valores continuos do segmento AB. Em
sequéncia, as etapas de amostragem e quantizagdo pode ser exemplificada através da
Figura 2.7(c), onde os quadrados brancos representam a localizagdo das amostras dos
niveis de cinza.
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O processo final consiste na quantizacdo dessas regides de amostragem. Ainda
na Figura 2.7(c) é apresentada uma regido de quantizagdo na lateral direita, represen-
tando uma escala de cinza com oito varia¢des de tonalidade. Através dessa divisdo, é
possivel verificar, a partir da posi¢do das amostras, quais serdo os valores de niveis de
cinza atribuidos a cada regido. Por fim, a Figura 2.7(d) apresenta a imagem original
completamente amostrada e quantizada.

2.4.4 Descricio da imagem

Uma determinada regido da imagem, separada previamente, pode ser representada de
duas formas: através de suas fronteiras ou através dos pixels que compdem sua regido
interna. A primeira representacdo deve ser escolhida quando o objetivo principal é
conservar as propriedades da forma da imagem. E a segunda representa¢do, quando
o objetivo for a conservagao das propriedades internas da imagem.

Para que os algoritmos de fronteira consigam percorrer toda a borda da imagem,
é necessario que os pixels estejam ordenados no sentido horario ou anti-horario. Por-
tanto, como passo inicial para aplicagdo desse método, um algoritmo de ordenacdo
deve ser utilizado (GONZALEZ; WOODS, 2002). Se a regido interna for conhecida,
o algoritmo de rastreamento de fronteira também funcionard de maneira adequada,
extraindo as fronteiras de uma determinada regido bindria.

2.4.4.1 Chain Code A partir de 4 ou 8-vizinhangas, a técnica de Chain Code fornece
uma sequéncia conectada e ordenada de segmentos de reta, aproximantes da fronteira
da regido, segundo uma direcdo especificada (GONZALEZ; WOODS, 2002). Essa di-
recdo sera entdo codificada através de um esquema de numeragéo.

Em (FREEMAN, 1974), um comparativo sobre diversas abordagens de Chain Code
sdo apresentados. Cada pixel é entdo representado pelos oito pixels ao redor dele. Para
o esquema de numeracdo, (FREEMAN, 1974) apresenta uma codifica¢cdo de 0 a 7, como
pode ser visualizado na Figura 2.8 e seguindo a dire¢do no sentido horario, é possivel
entdo representar as imagens através da sequéncia de digitos octais.

4

o
N
2
VAN

Figura 2.8 Codificagdo de 8 dire¢des para o Chain Code
Fonte: (GONZALEZ; WOODS, 2002)

1]
]

Ap6s o processo de aquisi¢do e pré-processamento, uma imagem é representada
através de uma grade com um espacamento igual em todas as dire¢des das coordena-
das (x,y) (GONZALEZ; WOODS, 2002).
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Em (LIU; ZALIK, 2005), uma nova abordagem para representacdo do Chain Code
utiliza os principios do Cédigo de Huffman (HUFFMAN, 1952) para simplificar a re-
presentagdo da fronteira de uma imagem. A constru¢do do novo cédigo da cadeia é
feita através de dois passos: no primeiro, o Chain Code da imagem, proposto em (FRE-
EMAN, 1974), é criado. Em seguida, sdo avaliadas as diferencas angulares entre um
ponto no cédigo e seu antecessor. A partir disso, é montada uma tabela de frequén-
cias dessas variagOes angulares, para que a codificagdo de Huffman seja utilizada para
representar essa fronteira, em bindrio, partindo do principio de que, um elemento que
ocorre com maior frequéncia serd representado pelo menor valor em bindrio (0) e, por
indugdo, as variacdes angulares de menor frequéncia serdo representados pelo maior
valor em bindrio para aquela sequéncia de oito dire¢des (1111111).

2.5 MATRIZ DE CO-OCORRENCIA

A partir da definicdo fundamental do processamento digital de imagens, na qual uma
funcdo f(x,y) representa a intensidade de um pixel na posi¢do (x,y) de uma imagem,
(HARALICK; SHANMUGAM; DINSTEIN, 1973) propds uma nova abordagem para
representacdo da imagem e extracdo de caracteristicas.

2.5.1 Definicdo algébrica

Sabendo que Ly = {1,2,3...,Ny} e Ly = {1,2,3,..., N, } representam os dominios
espaciais de X e Y, respectivamente. Portanto, o produto cartesiano Ly X Ly, € a des-
cricdo do conjunto de pixels de uma determinada imagem f a partir de um valor de
intensidade no conjunto {1,2,3,..., Ng}, onde N, € o valor total de niveis de cinza da-
quela representacdo. A imagem f pode ser representada como uma fungdo que atribui
a cada célula da imagem, um valor de intensidade, como mostra a Equagao (2.6):

fiLex Ly — Ry (2.6)

onde R, = {1,2,3,4,...,Ng}

As dimensdes das matrizes de co-ocorréncia’’(GLCM) sdo definidas a partir da
quantidade de niveis de cinza na imagem N x N, onde N, representa o nimero total
de niveis de cinza da imagem. Ou seja, quanto maior o nivel de cinza, maior serd a
dimensdo da matriz de co-ocorréncia.

Analisando sobre o ponto de vista do desempenho computacional, o nimero de
operacdes que serdo feitas nas matrizes de co-ocorréncia é, por muitas vezes, maior
do que para a propria imagem, e o custo computacional é alto. O objetivo entdo é
definir alguns descritores que serdo extraidos das matrizes de co-ocorréncia e, a partir
dessas medidas, estabelecer as relagdes de textura para a classificagdo das imagens
ou de regides dela. Desse modo, (HARALICK; SHANMUGAM; DINSTEIN, 1973)
definiram 14 medidas que sdo utilizadas para extragdo de caracteristicas inerentes a
uma imagem.

2Termo em inglés gray level cooccurrence matrix (GLCM)
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As matrizes de co-ocorréncia sdo montadas a partir da relagdo angular entre um
pixel e seu vizinho mais préoximo. Essa matriz de frequéncias poderd ser represen-
tada por Pj;, onde cada posi¢do da matriz corresponderd a uma frequéncia de ocor-
réncia de dois pixels vizinhos satisfazendo uma distancia d predefinida, um angulo
6 € {0°,45°,90°,135°} ¢, i e j representardo os niveis de cinza. Genericamente, pode-
mos definir uma matriz de co-ocorréncia a partir da Equacao (2.7).

; —x1 =d.cos 0,y — 11 = d.sen 0
P, = P(i,j;d,6) = #{ (1) ()l 2 —x 2 ’.} 2.7
j = Pli.j;d,0) { flxr,y) =ief(xo,y2) =] @7)

onde (x1,y1) e (x2,Y2) sdo pixels na regido de interesse (ROI), f(+,-) é o nivel de cinza
do pixel, e #[(-,-), (-,-)] denota o nimero de pares de pixels que satisfazem as condi¢des
listadas. A Figura 2.9 apresenta quatro diagramas correspondentes as quatro dire¢des
6 para o calculo da GLCM.

As matrizes de co-ocorréncia propostas por (HARALICK; SHANMUGAM,; DINS-
TEIN, 1973) possuem algumas propriedades importantes para o desenvolvimento do
conceito de andlise de textura. Pode-se perceber, a partir da Equacdo (2.7), que as ma-
trizes sdo simétricas, ou seja P(i,j;d,0) = P(j,i;d,0), e por isso a complexidade do
algoritmo para o calculo dessas matrizes diminui consideravelmente.

(@) (b) (© (d)

Figura 2.9 (a) GLCM para 6 = 0° (b) GLCM para 6 = 45° (c) GLCM para 6 = 90° (d) GLCM
para 0 = 135°

2.5.2 Aplicacées da GLCM

O trabalho desenvolvido em (KHUZI et al., 2009) apresenta um sistema CADx para
classificagdo de massas normais e anormais utilizando features extraidas a partir da
matriz de co-ocorréncia. Para o desenvolvimento dos experimentos, foram utilizadas
100 imagens de mamografias da base de dados MIAS. Inicialmente, as imagens foram
equalizadas utilizando a técnica de equalizacdo de histograma adaptativa baseada no
limite de contraste (CLAHE) e em seguida foram utilizados trés algoritmos de segmen-
tagdo com o objetivo de comparar os resultados e avaliar qual a melhor escolha para
auxiliar no processo de classificagdo. O primeiro algoritmo foi o de threshold?! local,
onde um valor limite é selecionado e todos os pixels da imagem sdo comparados com

2Termo em inglés para limiar
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ele. Se o valor do pixel for maior que o valor limite, o pixel assumird o valor de 255 na
escala de cinza (correspondente a cor branca). O segundo algoritmo desenvolvido foi
o K-means clustering, onde foram feitos testes para descobrir qual o melhor ntimero de
clusters para obtencdo de um resultado favoravel para classificagdo de mamografias.
O melhor resultado foram 4 clusters.

Por fim, o tltimo algoritmo de segmentacdo implementado em (KHUZI et al., 2009)
foi a segmentacdo de Otsu (OTSU, 1979). Para a proxima etapa, de extracdo de featu-
res, foram utilizadas as matrizes de co-ocorréncia, calculadas a partir de imagens de
tamanhos 8 x 8,16 x 16 e 32 x 32, com uma distancia d = 1 e quatro direc¢des 6, onde
6 € {0°,45°,90°,135°}. As features de Haralick calculadas foram: energia, homoge-
neidade, contraste e correlagdo. Ao final, o melhor resultado obtido foi através da
segmentacdo de Otsu, onde a drea calculada abaixo da curva ROC foi igual a 0.84.

Tabela 2.1 Tabela de férmulas de features utilizadas em (NITHYA; SANTHI, 2011a)

Nome da categoria Significado
G-1
Energia Y P(i,j)?
i,j=0
G-1
Entropia — Y. P(i,j)log(P(i,f))
i,j=0
G-1 .
Homogeneidade Y %
i,j=0 ]
G=1 p(iN(i—u(i—u:
Correlacao Y —P(l'])(la, 5;).(] )
i,j=0 e
G-1
Soma dos quadrados da variéncia Y P(i,j)(i — p)?
i,j=0

Em (NITHYA; SANTHI, 2011a) é apresentada uma nova abordagem para classi-
ficacdo de massas em mamografias envolvendo também os conceitos de matriz de
co-ocorréncia. A partir dessas matrizes de co-ocorréncia calculadas a partir das ima-
gens extraidas da base de dados DDSM (HEATH, 1998), (NITHYA; SANTHI, 2011a)
propds a extracdo de apenas cinco features (entropia, energia, homogeneidade, cor-
relacdo e soma dos quadrados das variancias), como pode ser visto na Tabela 2.1 e,
posteriormente, a classificacdo desses resultados através de uma rede neural de trés
camadas. Para os experimentos (NITHYA; SANTHI, 2011a) utilizou 250 imagens de
mamografia, onde para cada uma foram criadas 16 matrizes, com variacdo angular de
6 € {0°,45°,90°,135°} e distancia d € {1,2,3,4}.

Em (NITHYA; SANTHI, 2011c), é apresentado um método para classificacdo de
mamografias através de 18 features para descrigdo de texturas. Através dos resultados
apresentados, (NITHYA; SANTHI, 2011c) propds um método para selegdo de features
utilizando o algoritmo Maximum Difference Feature Selection (MDFS). O método faz a
selecdo apenas das caracteristicas essenciais para descri¢do da textura da mama e eli-
mina todas as features que ndo sdo relevantes para o aumento da acurdcia. Para cada
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feature foi calculado o somatério de todos os valores correspondentes de cada ima-
gem, como mostra as Equacdes (2.8) e (2.9), onde S1 e S2 representam as somas para
o conjunto de mamografias normais e anormais, respectivamente, N é o niimero de
mamografias total e, A; e B; correspondem ao valor da feature para uma dada imagem
na posicao i da base:

N

S1=) A (2.8)
i=1

S2=1Y B (2.9)

Assim, a partir dos somatorios, o critério de avaliagdo da relevancia da feature é feita
seguindo o Algoritmo 1.

Algoritmo 1: Algoritmo para o cdlculo da diferenca entre features

Entrada: Features das mamas normais (A[18][N]) e anormais (B[18][N])
Saida: Vetor D[18] contendo as Diferenga das features em ordem decrescente

1 parai < 0Oto 17 faga

2 paraj < Oto (N —1) faga // N=50 (nimero de mamografias)
3 S1+ = Alil[j];

4 S»+ = B[i][j];

5 fim

6 se 51 > S; entdo

7 | DIi] = (S1—52)/(51+ S2);
8 fim

9 se 5, > S entao

10 ‘ D[Z] = (52—51)/(51+52);
11 fim

12 fim

13 D < OrdenaVetor(D);

As somas e os cdlculos das diferengas expressas nas Equacgdes (2.8) e (2.9) sdo re-
petidas para todas as 18 features extraidas previamente. A partir desses resultados,
(NITHYA; SANTHI, 2011c) elaborou uma tabela com os resultados das distancias em
ordem decrescente, onde as cinco primeiras distancias foram escolhidas para avalia-
¢do da relevancia das features. O algoritmo proposto obteve uma acurécia de 98%, uma
sensibilidade de 100% e uma especificidade de 96%.

Em (ELEYAN; DEMIREL, 2011), o célculo das matrizes de co-ocorréncia foi utili-
zado para reconhecimento de faces. O principal problema inerente aos algoritmos de
reconhecimento de faces em tempo real é a complexidade computacional existente na
transformacao das bases de dados em subespacos para a aplicagdo dos modelos mate-
maticos (ELEYAN; DEMIREL, 2011). A confecgdo do vetor de features foi feita de duas
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maneiras diferentes: a primeira é baseada nos valores contidos na prépria GLCM, ou
seja, transformacdo da matriz quadrada N X N, onde N é o nimero de niveis de cinza,
em um vetor de dimensdo N? x 1. A segunda confecgdo utilizou as 14 features de Ha-
ralick como vetor de features.

Para avaliacdo da performance do algoritmo, foram utilizadas 4 bases de dados de
faces: ORL, FERET, FRAV2D and Yale B. Os dois conjuntos de features foram testados
avaliando as imagens quantizadas em 7 diferentes niveis de cinza (4, 8, 16, 32, 64 e
256). As melhores acuracias para o vetor de features da GLCM foi de 72.79% com a
base de dados ORL e para o vetor de features de Haralick foi de 95.50% também para a
mesma base.

Além das imagens de mamografias, os conceitos de matriz de co-ocorréncia e ex-
tragdo de features de Haralick também sdo amplamente utilizados em outros estudos
envolvendo classificacdo de imagens médicas. A exemplo disso, em (VIRMANI et al.,
2013), a GLCM foi utilizada para a identificacdo de cirrose em imagens de ultrassom de
tigado. A partir de uma base de dados com 31 ultrassons (15 normais e 16 anormais),
(VIRMANI et al., 2013) fez a selecdo manual das regides de interesse com o auxilio de
um radiologista especialista. As ROIs eram formadas por bounding boxes*? de 32 x 32
pixels, totalizando 120 imagens (60 normais e 60 anormais). A partir dos conceitos de
GLCM, foram calculadas dois conjuntos de features.

O primeiro vetor, GLCM-mean, é composto pelo calculo da média aritmética entre
as quatro features f;i, ondej € {1,2,3,...,13} descreve as 13 features de Haralick utili-

zadas ed € {1,2,3,4} representando as distancias descritas previamente. Portanto, o
primeiro vetor tem como entradas:

fl+f+p+ 14
GLCMpyEeaN, = ;7 2 ;7 :ngjd (2.10)
d=1

O segundo vetor, a GLCM-range é composto pelo calculo da diferenca entre o valor
méximo de uma feature f]d e o valor minimo dessa mesma feature, para d variando;
portanto teremos:

GLCMrange; = max {f{'} — min {f} (2.11)
onde j € {1,2,3,...,13}. O melhor resultado, a partir desse experimento, foi para
distancia fixa d = 2 para o vetor GLCM-range.

Analisando todos os resultados previamente descritos, (VIRMANI et al., 2013) ela-
borou um novo experimento, restringindo seu objetivo a selegdo de features. Utili-
zando o célculo da GLCM-range com d = 2, para todas as 13 features de Haralick,
foram utilizados 5 algoritmos de selecdo de features: descriminante de Fisher, distan-
cia de Bhattacharyya, divergéncia, sequential forward search (SFS) e sequential backward
search (SBS).

Para cada algoritmo de selecdo, todas as 13 features foram testadas e suas respec-
tivas relevancias foram avaliadas baseadas no nivel de acuracia para o problema de

22Termo em inglés para a caixa envolvente responsével pela delimitacéo da regido de interesse
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classificagdo das imagens. A Tabela 2.2 mostra as 4 features mais relevantes para cada
seletor, onde o Sequential backward selection obteve o melhor desempenho na classifica-
¢do das imagens, com uma acurdcia de 98.33%.

Tabela 2.2 Selecdo das 4 mellhores features para classificagdo de ultrassons de figado apresen-
tada em (VIRMANI et al., 2013)

Seletor de Feature Features selecionadas

Contraste

Soma dos quadrados (variancia)
Soma (Entropia)

Diferenca (Entropia)

Descriminante de Fisher

Contraste

Soma dos quadrados (variancia)
Soma (Entropia)

Diferencga (Entropia)

Divergéncia

Contraste

Soma dos quadrados (variancia)
Soma (Entropia)

Diferenca (Entropia)

Distancia de Bhattacharyya

Contraste

Soma dos quadrados (variancia)
Entropia

Informacgdo de Medida de Correlagdo 1

Sequential forward selection (SFS)

Contraste

Soma dos quadrados (varidncia)
Diferenca do Momento Inverso (IDM)
Informacgdo de Medida de Correlagéo 1

Sequential backward selection (SBS)

Uma outra abordagem para a classificacio de mamografias utilizando matrizes de
co-ocorréncia é apresentada em (PRATIWI et al., 2015). Desse modo, o trabalho apre-
senta um estudo comparativo entre duas técnicas de classificagdo utilizando dois tipos
de redes neurais: Back propagation Neural Network (BPNN) e Radial Basis Function Neural
Network (RBFENN). O estudo foi dividido em duas etapas, sendo uma para classificagdo
entre as massas normais e anormais (benignas e malignas) e a outra etapa para clas-
sificagdo de massas anormais, em benignas e malignas. Todas as imagens passaram
por um pré-processamento, para a extragdo da regido de interesse de tamanho fixo
128 x 128 e em seguida, as features sdo extraidas utilizando os conceitos da GLCM,
com uma distdncia d = 1 e quatro diregdes 0, onde 6 € {0°,45°,90°,135°}. As featu-
res escolhidas por (PRATIWI et al., 2015) foram: segundo momento angular (ASM),
correlagdo, soma da entropia, soma da variancia.

Ao final do processo de classificacdo, a validade do método é medida através das
métricas de acurdcia, especificidade e sensibilidade. Para a classificacdo de massas
normais e anormais, os melhores resultados foram 80.1% e 93.98% para os classifi-
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cadores BPNN e RBFNN, respectivamente. Para a classificagdo das anormalidades
(benigna e maligna), os resultados de acurdcia apresentaram valores ainda maiores,
com 92.1% para BPNN e 94.29% para RBFNN.

2.6 DECOMPOSICAO EM VALORES SINGULARES (SVD)

A decomposicdo em valores singulares é uma ferramenta poderosa e estavel, derivada
da algebra linear (SADEK, 2012a). Essa fatorizacdo é bastante utilizada na 4rea de
processamento de sinais digitais (BIGLIERI; YAO, 1989), onde algumas propriedades
como a conservacdo de energia estdo sendo utilizadas para compressdo de imagens,
além da criacdo de watermarkers®> (SADEK, 2012a).

2.6.1 Definicdo algébrica

Seja A uma matriz de dimensdes M x N, tal que M > N, onde cada elemento da
matriz a;; sdo reais ou complexos, a SVD da matriz A pode ser representada como
mostra a Equacdo (2.12):

A = Unismy Z(mxn) v&xN) (2.12)

onde matrizes Uy, m) € V(nxn) s80 matrizes quadradas ortogonais cujos vetores as-

sociados a elas sdo autovetores ortonormais de AAT e AT A, respectivamente. Desse
modo, as matrizes podem ser definidas nas Equacdes (2.13) e (2.14):

U=\ u | « | upm |, (2.13)

V = (%] | | ON (2.14)

onde {uq,uy,...,up} sdo as colunas da matriz U e {v1,v,...,vN} sdo as colunas da
matriz V. Essas colunas sdo chamadas de vetores singulares a esquerda (VSE) e vetores
singulares a direita (VSD), respectivamente (SADEK, 2012b).

A matriz ¥ é uma matriz diagonal, como pode ser visto na Equagao (2.15), onde ¢;
é um valor singular de A, com i € {1,2,3,..., N} satisfazendo a condi¢do 01 > 0> >
03 = ON:

Y =diag(0q,09,03,...,0N) (2.15)

A Equacdo (2.12) pode ser entdo reescrita como:

R
A=Y =u;0;0 (2.16)
i=1

2Termo em inglés para marca d’dgua em imagens
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O valor R, definido como limite da somatoria, é representado pelo rank da imagem.
Partindo do principio de que A é uma matriz ndo-singular, temos que R = N, ou seja,
o rank de A é igual ao seu ntiimero de colunas (ANDREWS; PATTERSON, 1976). Os
valores singulares, representados por ¢; estdo associados ao rank da matriz A. Pode-se
verificar que, o nimero de valores singulares ndo-nulos da matriz A representam o
rank da mesma.

Trazendo para o contexto do processamento digital de sinais, os vetores singulares
de U e VT estdo associados com a geometria da imagem representada pela matriz A,
enquanto que os valores singulares estdo associados a luminancia da imagem (SADEK,
2012a).

2.6.2 Aplicacoes da SVD

Para a classificacdo de imagens de mamografia, (DANTAS et al., 2011) apresenta um
trabalho envolvendo os conceitos de wavelets com o objetivo de classificar massas nor-
mais e anormais (apenas malignas). Para o desenvolvimento, foram utilizadas 240
imagens da base de dados DDSM (HEATH, 1998), onde 120 eram massas normais e
120 eram massas anormais (malignas), todas com tamanho 128 x 128 extraidas a partir
do chain code disponibilizado pela base de dados. A Equacao 2.17 apresenta a wavelet
utilizada para decomposicdo das ROIs

Fum(a,b) = g /x(t)tp(amt — nb)dt (2.17)

A partir de duas decomposi¢des de wavelet, 8 novas imagens sdo geradas para cada
ROIL A partir das 8 imagens, as imagens de detalhes sdo selecionadas e utilizadas
para a extracgdo de features, totalizando 15.360 elementos no vetor de caracteristicas.
O objetivo da utilizagdo da SVD nesse contexto estd diretamente ligada a selecdo de
features. Ao final, os resultados apresentaram uma drea abaixo da curva ROC igual a
0.83.

Em (VIRMANI et al., 2013) é apresentada uma abordagem para a fatoracdo em
SVD das matrizes de co-ocorréncia previamente definidas na Segdo 2.5. Como foi
descrito, (VIRMANI et al., 2013) dividiu os experimentos em trés etapas. A partir
da primeira etapa foi possivel determinar qual a melhor distancia fixa d para o cdlculo
das GLCMs variando a direcdo 6, onde 6 € {0°,45°,90°,135°}. Portanto, para o tltimo
experimento, (VIRMANI et al., 2013) aplicou a decomposi¢do em valores singulares
para cada uma das novas matrizes de co-ocorréncia, gerando assim quatro matrizes
diagonais de valores singulares ¥, onde j € {1,2,3,4}.

A partir dos valores singulares obtidos através das 4 matrizes de co-ocorréncia,
uma média aritmética foi calculada para elaboragdo dos conjuntos de features:

[0(0°) + 03, (45°) + 03, (90°) + 0, (135°)]
4

onde n varia em {1,2,3,...,R}, p variaem {1,2,3,...,L}, com L sendo o numero de

’ . = : 1 2
ROI’s, para d fixo. Nesse caso caso sdo gerados L vetores do tipo (0, (mean), 0, (mean),

n
Tp

(mean) = (2.18)
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oy (mean), . ..oy (mean)).

Foram elaborados trés conjuntos de features derivados dos valores singulares: o
primeiro conjunto contendo a média dos dois primeiros valores singulares, o segundo
conjunto contendo a média dos trés primeiros valores singulares e o altimo conjunto

contendo a média dos quatro primeiros valores singulares.

2.7 ENTROPIA DE TSALLIS

O conceito de entropia esta associado as leis da termodinamica, representando a me-
dida de desordem de um determinado processo (ALBUQUERQUE et al., 2004a). Para
o desenvolvimento desse trabalho, algumas medidas estatisticas de entropia foram
utilizadas como features para compor o vetor para classificacdo das imagens em massa
€ nao-massa.

2.7.1 Definicao algébrica

A entropia de Tsallis é uma generalizacdo da férmula da entropia de Boltzmann-
Gibbs-Shannon. Essa entropia é responsédvel por calcular a medida de desordem de
mameira macroscopica. Por outro lado, a entropia de Boltzmann-Gibbs-Shannon re-
torna essa medida para um conjunto especifico (Tsallis, 1988), como é expressado na
Equacdo (2.19)

W
S=—k Z piln p; (2.19)
i=1
onde W é o total de microscépicas possibilidades e p; é uma possibilidade especifica.
A partir da generalizacdo da Equacdo (2.19), Tsallis (Tsallis, 1988) generalizou a
férmula da entropia através da Equagdo (2.20). Desse modo, quando o 4 — 1, tem-se
a Entropia de Boltzmann-Gibbs-Shannon.

(1-— Z p‘?) (2.20)
onde N é o nimero de eventos.

2.7.2 Aplicacoes da Entropia de Tsallis

Por ser uma generalizagdo da férmula da entropia de Boltzmann-Gibbs-Shannon, a
Entropia de Tsallis é utilizada em diversos areas de estudo. Para as aplica¢des na area
de processamento de imagens, essa entropia é amplamente utilizada para a segmen-
tacdo de imagens.

Em (ALBUQUERQUE et al., 2004b) um método para segmentacdo de imagens é
apresentado baseado na Entropia de Tsallis. Quando o valor de S (vide Equagao 2.20)
é maximo, encontra-se o melhor valor de threshold. Além dos processos de segmen-
tacdo, a Entropia de Tsallis é utilizada para deteccdo de objetos na imagem, através
do melhoramento delas. A exemplo dessas aplicagdes, (MOHANALIN et al., 2010)
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apresenta uma nova metodologia para deteccdo de microcalcificagdes utilizando as
propriedades da Entropia de Tsallis, com o objetivo de encontrar o melhor valor para
o indice g para esse problema. Os experimentos foram elaborados utilizando 247 ima-
gens e o indice de classificacdo foi de 93.55%.

2.8 FUNDAMENTOS DO RECONHECIMENTO DE PADRAO

O reconhecimento de objetos, ou padrdes, pode ser definido como os processos de
pesquisar e encontrar um conjunto de pixels que consiga representar, de maneira cor-
reta, um determinado objeto, previamente definido, e em seguida, classificar o objeto
através de uma label (PARKER, 2010).

Um padréo pode ser definido como sendo um arranjo de descritores (GONZALEZ;
WOODS, 2002). Esses descritores, também conhecidos como features podem ser agru-
pados em forma de vetor, de strings e em forma de drvores. Os vetores de features
podem ser descritos como:

x=1[x1 xp x3 ... x5]7 (2.21)

onde cada componente do vetor x; é um descritor e entdo n representard o nimero
total de descritores para um determinado padrdo. Uma classe de padrdes sera entdo
definida como sendo um conjunto de padrdes que possuem propriedades comuns e
sdo representadas por: wi, wy, w3, ..., ww, sendo que W serd o ntimero total de classes.
Portanto, o objetivo das técnicas de reconhecimento de padrdes é atribuir um padrado
a uma determinada classe a partir da avaliacdo de seus descritores com um minimo
possivel de intervengdo humana (GONZALEZ; WOODS, 2002).

A abordagem do reconhecimento de padrao pode ser dividida em duas categorias:
a decisdo tedrica e a decisdo estrutural. Na primeira, o método utilizara descritores
quantitativos (area, textura e comprimento) para fazer o reconhecimento de um de-
terminado objeto. Na segunda, os descritores devem ser qualitativos (GONZALEZ;
WOODS, 2002).

Os métodos de aprendizagem supervisionados englobam os algoritmos de criacdo
de vetores de informacdo extraidos a partir da base de treinamento e desenvolvem o
processo de matching com os vetores da base de teste. Métodos nos quais os vetores
de entrada da base de treinamento nao fazem correspondéncia com um vetor de base
de teste sdo chamados de métodos de aprendizagem ndo supervisionados. Para es-
ses problemas, o objetivo é encontrar uma similaridade entre grupos no processo de
clustering (BISHOP, 2006).

Segundo (HARALICK; SHANMUGAM,; DINSTEIN, 1973), a grande dificuldade
em classificar uma imagem é encontrar um conjunto de features que consiga expressar
todas as suas caracteristicas. Portanto, quando o conjunto é definido, a aplicagdo de
técnicas de reconhecimento de padrdes pode ser feita.

Uma sequéncia de passos pode ser definida para o processo de reconhecimento de
um objeto em uma cena (PARKER, 2010):

1. Escolher o objeto que deve ser encontrado na cena;
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2. Utilizar algum algoritmo de processamento de imagens para isolar o objeto dos
demais objetos presentes na cena;

3. Utilizar a segmentacdo de imagens para fazer o recorte desse objeto;

4. Avaliar e definir uma feature que consiga representar de maneira estatistica o
objeto;

5. Verificar o desempenho da feature no processo de reconhecimento do objeto. Se
ela ndo for suficiente, deve-se escolher outra feature e repetir esse passo até que se
encontre a medida mais adequada para representar as caracteristicas do objeto;

Uma determinada imagem ou objeto na imagem podem ser identificados por mais
de uma feature. Ou seja, é possivel a criacdo de um conjunto de features com o objetivo
de aprimorar a aplicacdo dos algoritmos de reconhecimento de padrdes.

Para a classificacdo de uma imagem é necessario definir, primordialmente, um con-
junto de imagens semelhantes (imagens que contenham caracteristicas iguais) para a
fase de treinamento. Um algoritmo de reconhecimento de padrdo consegue definir
intervalos para cada feature e a partir disso encontrar padroes que definam uma ima-
gem. Portanto, quanto maior o niimero de imagens semelhantes, ou seja o conjunto
de treinamento, mais eficaz serd o aprendizado do algoritmo e, consequentemente, ele
poderd identificar de maneira mais precisa aquela imagem ou aquele objeto na cena
na fase de teste.

2.8.1 Extracdo de caracteristicas

Um conjunto de features pode ser definido como um conjunto de medidas que sdo
extraidas de uma determinada imagem. Inicialmente, o objetivo principal do reconhe-
cimento de padrdes é entdo, conseguir isolar as regides de interesse da imagem, fazer a
extragdo do conjunto de features e posteriormente identificar a imagem a partir dessas
caracteristicas (PARKER, 2010).

O principal objetivo da extracdo das features é conseguir representar uma imagem
através de uma pequena quantidade de informacgdes, tornando o processo de deci-
sdo dos algoritmos de classificagdo mais simples e com o baixo custo computacional
(NITHYA; SANTHI, 2011b).

Um estudo comparativo entre alguns métodos de extragdo de features foi proposto
em (NITHYA; SANTHI, 2011b). Utilizando 250 imagens da base de dados DDSM,
onde 125 eram mamografias normais e 125 eram anormais, foram aplicados trés méto-
dos de extracdo: features de intensidade a partir do histograma das imagens, features de
Haralick a partir da GLCM das imagens e features baseadas na intensidade. A Tabela
2.3 apresenta todas as features utilizadas por cada um dos métodos para classificagdo
das imagens de mamografia.

Para a etapa de classificacdo, (NITHYA; SANTHI, 2011b) utilizou uma rede neu-
ral de trés camadas. Para o método de intensidade de histograma, a acurécia foi de
92%, para o método da GLCM foi de 98% e para o método de intensidade da imagem
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Tabela 2.3 Features utilizadas em cada método de extragio (??)

Método de Extracdo de Features Features selecionadas

Smoothness
Uniformidade
Terceiro Momento
Entropia

Features da Intensidade de Histograma

Contraste

Cluster Shade

Energia

Soma dos quadrados (varidncia)

Features de Haralick

Média

Moda
Variincia
Desvio Padrao

Features de Intensidade

foi de 96%. Portanto, a classificagdo de mamografias utilizando as matrizes de co-
ocorréncias e as features de Haralick (HARALICK; SHANMUGAM; DINSTEIN, 1973)
se mostraram bastante adequadas.

2.8.2 Classificadores

O processo de reconhecimento de objetos é composto de duas etapas. A primeira
etapa é a montagem da base de dados para a descoberta de regularidades, ou seja,
caracteristicas comuns que consigam representar aquele objeto. A segunda etapa é
utilizar um algoritmo de classificagdo, conhecido como classificador, para identificar
outros objetos através das caracteristicas extraidas da base de dados de aprendizagem.

2.8.2.1 Support Vector Machine (SVM) A metodologia aplicada as maquinas de
vetores de suporte (SVM) é semelhante ao conceito de um discriminante linear. E
possivel, através da andlise de uma feature, tracar uma linha entre um conjunto de
amostras, separando essas amostras em duas classes diferentes, como pode ser visto
na Figura 2.10. Com um maior ntimero de features, o discriminante passa a ser limitado
por um plano ou hiperplano (PARKER, 2010). O objetivo é entdo, escolher qual a
melhor linha ou hiperplano que separa um conjunto de amostras em duas classes. Ou
seja, o discriminante que alcanca a maior margem para a separac¢do das amostras.

A SVM é uma méquina de decisdo e portanto nado estd habilitada a retornar ne-
nhuma probabilidade (BISHOP, 2006).

A classificagdo utilizando SVM é feita apenas para duas classes ou, se houver mais
de duas classes, o SVM classificard através de uma alocagdo entre pares de classes
(PARKER, 2010). O problema de classificagdo de duas classes distintas é representado
pelo modelo linear descrito na Equacao (2.22):

y(x) =wlg(x)+b (2.22)
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Figura 2.10 Representacdo de um descriminante linear 6timo
Fonte: (PARKER, 2010)

onde a funcdo ¢(x) representa uma transformacao fixa de espago de feature. O con-
junto de treinamento pode ser definido por x1,x,x3,...,xN, onde N é o namero de
vetores de entrada e seus vetores alvos correspondentes t1,tr,t3,...,tN, Onde ty €
{—1,+1}. Partindo do fato de que a funcdo de separabilidade das classes é linear, o
objetivo entdo é encontrar valores para w e b, tal que y(x,) > 0 para todos os pontos
onde ty = +1 e y(x,) < 0 para todos os pontos onde fy = —1.

Ou seja, um determinado objeto pode ser descrito como um conjunto de valores,
denominados de features e uma label, representando a classe na qual esse objeto esta
inserido. Os conjuntos de treinamento e teste contém uma determinada quantidade
de objetos, organizados como foi descrito anteriormente.

O objetivo principal da SVM é entdo, a partir da andlise dos valores de features
presentes nesse conjunto de treinamento, determinar um modelo para que seja pos-
sivel a classificagdo do conjunto de teste sem o conhecimento da label de cada objeto
(CHANG; LIN, 2011).

A solucdo encontrada deve retornar o menor erro de generaliza¢do. Por isso, deve-
se obter a menor distancia entre a borda de decisdo e as amostras dos vetores de en-
trada. Esse resultado representa a maximizacdo da margem que separa as amostras
em duas classes distintas.



Capitulo

Este capitulo descreve todas as etapas elaboradas para o desenvolvimento desse trabalho. Serdo abordadas as
principais caracteristicas da base de dados utilizada, as metodologias de pré-processamento, baseadas nos conceitos
do processamento de imagem digital, os modelos matemdticos escolhidos para o processo de classificagio e as
métricas estatisticas utilizadas para a avaliagio desses modelos

METODOLOGIA

O desenvolvimento desse trabalho foi baseado em um conjunto de etapas envolvendo
desde a aquisi¢do das imagens na base de dados e o seu pré-processamento até o de-
senvolvimento dos modelos matematicos e aplicacdo das técnicas de reconhecimento
de padrdes para a classificagdo dos resultados obtidos através da extracdo de carac-
teristicas dessas imagens. A Figura 3.1 apresenta um fluxograma que descreve, de
maneira sequencial, todas as etapas elaboradas nesse trabalho.

Aquisicao Pré Extracéo das Classificacdo Validacédo dos
da Imagem Processamento features das ROIs resultados

Figura 3.1 Fluxograma simplificado da metodologia do trabalho

3.1 FERRAMENTAS

Para o desenvolvimento desse projeto foram utilizadas algumas ferramentas com o
objetivo de auxiliar na implementagdo das fungdes.

Todas as etapas de implementacdo foram desenvolvidas nas linguagens C/C++,
utilizando o framework Qt Creator (NOKIA, 2015) e todo o suporte oferecido para a
criacdo de interface Ul. Além disso, contamos com o auxilio das bibliotecas OpenCV,
libSVM (CHANG; LIN, 2011) e Armadillo C++ (SANDERSON, 2010).

O Qt-Creator (NOKIA, 2015) é uma ferramenta multiplataforma e um framework
para desenvolvimento de interface Ul Por ser uma ferramenta open source e pelo su-
porte a implementacdes de interfaces, esse framework foi escolhido para criagdo de
uma interface para manipulagdo das imagens e arquivos utilizados nesse trabalho.

31
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A biblioteca OpenCV oferece suporte as linguagens C, C++, Python e Java, além
de ser cross-plataform. Essa biblioteca foi desenvolvida com o objetivo de auxiliar na
implementagdo de procedimentos da drea da Computagao Visual.

A biblioteca Armadillo C++ (SANDERSON, 2010) foi utilizada para o cdlculo da
decomposicdo em valores singulares. Essa biblioteca apresenta um conjunto de fun-
¢Oes estdveis para o desenvolvimento de operagdes algébricas e por esse motivo foi
escolhida para a implementacdo dos métodos envolvendo valores e vetores singula-
res.

Para a etapa final (classificacdo) foi utilizada a biblioteca LibSVM (CHANG; LIN,
2011). Essa biblioteca, desenvolvida desde 2000, oferece suporte a implementacéo de
métodos de classificacdo derivados da Support Vector Machine, além de proporcionar
algumas caracteristicas favordveis como a utilizacdo de classificacdo multi-class, se-
lecdo manual de pardmetros para o melhoramento do processo de classificagdo e a
implementacdo de métodos que retornam as respectivas probabilidades.

A biblioteca apresenta a defini¢do de classes distintas e que auxiliam a implementa-
¢do dos conceitos da SVM, como por exemplo a defini¢do do problema (svm-problem),
a definigdo dos nodes (svm-node) que irdo compor esse problema (também conhecidos
como features) e criacdo de parametros de ajuste da fungdo linear para a classificagdo
(sum-parameter), que envolve os valores de y e de C.

3.2 AQUISICAO DAS IMAGENS

O processo de aquisi¢do de imagens compde um dos fundamentos do processamento
de imagens. O progresso do método desenvolvido estd diretamente ligado ao resul-
tado obtido nessa etapa.

3.2.1 Digital Database Screening Mammography (DDSM)

O objetivo desse trabalho envolve a implementagdo de modelos matematicos para au-
xiliar na classificacdo de massas em mamografias. A base de dados escolhida foi a
Digital Database Screening Mammography (DDSM) (HEATH, 1998). Essa base foi cri-
ada como um projeto colaborativo entre o Breast Cancer Research Program of the U.S.
Army Medical Research and Materiel Command, Massachusetts General Hospital, University
of South Florida e Sandia National Laboratories, com o objetivo de forncecer uma base
de dados completa e consistente, para pesquisas que envolvem o desenvolvimento de
ferramentas de melhoramento dos exames de mamografias e ferramentas que imple-
mentam algoritmos para a deteccdo (CADe) e o diagnéstico de massas (CADx), nesse
tipo de imagem.

As imagens contidas na base foram avaliadas por vérios radiologistas especialis-
tas para obtengdo de um laudo médico coerente para cada paciente. Para isso, todas
as imagens de mamografia passaram por um processo de coleta de informagdes con-
sideradas relevantes para o aprimoramento das técnicas computacionais de processa-
mento de imagens e reconhecimento de padrdes. Essas informagdes foram catalogadas
através de 16 categorias que descrevem desde o tipo de filme utilizado para impressao
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do exame, até o tipo de lesdo apresentada nas mamografias (caso exista a presenca do
nédulo, para os casos de exames anormais). Todas as informacgdes foram arquivadas
em arquivos de texto, que estdo descritos na Secao 3.2.1.1.

3.2.1.1 Organizacdo da base de dados A organizacdo da base foi elaborada através
de casos, onde cada um deles representa um paciente. Para manter o sigilo total desse
individuo, ndo estdo descritas na base informagoes pessoais, tais como nome, enderego
e naumero de documentos que possam identificar o paciente.

Ao total a base de dados contém 2620 diferentes casos, divididos em 695 casos
normais, 870 casos benignos, 141 casos benignos mas sem retorno do paciente e 914
casos malignos. Em cada caso, estdo contidas 4 imagens de mamografias, com duas
diferentes visdes da mama: visdo médio lateral-obliqua das mamas esquerda e direita,
e visdo cranio-caudal das mamas esquerda e direita.

Tabela 3.1 Tabela de categorias presentes no arquivo .ics

Nome da categoria Significado
filename Nome do caso de estudo
DATE_OF_STUDY Data na qual o estudo foi fetio
PATIENT_AGE Idade do paciente do caso
FILM_TYPE Tipo de filme utilizado para imprimir o exame de mamografia
DENSITY Densidade do filme
DATE_DIGITIZED Data da digitalizacdo das imagens
DIGITIZER Tipo de scanner utilizado para as digitalizagdes
SELECTED Lista de arquivos selecionados para compor a pasta do caso

Além das mamografias, para cada caso, existe um arquivo texto, com extensdo
.ics. Para os casos que contém a presenca de uma massa suspeita, existe ainda, quatro
arquivos texto com extensdo .overlay, cada um relacionado com uma imagem. As
Tabelas 3.1 e 3.2 apresentam todas as categorias contidas nos arquivos .ics e .overlay,
respectivamente.

Tabela 3.2 Tabela de categorias presentes no arquivo .overlay

Nome da categoria Significado
TOTAL_ABNORMALITIES Total de anormalidades encontradas
ABNORMALITY Grau de anormalidade
LESION_TYPE Tipo de lesdo encontrada
PATHOLOGY Descreve a patologia do nédulo (benigna ou maligna)
TOTAL_OUTLINES Total de nédulos

BOUNDARY Descreve a lista de chain codes para cada nédulo
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O chain code apresentado nos arquivos de texto .overlay sao utilizados para descre-
ver as bordas das anormalidades presentes na imagem de mamografia, identificados
pela palavra BOUNDARY. Em alguns casos, existem mais de uma anormalidade, por-
tanto, sdo descritos mais de um chain code em um mesmo arquivo, identificados pela
palavra CORE. Dessa forma, em uma mamografia que contenha mais de uma anorma-
lidade, existirdo os chain codes de cada anormalidade e um chain code delimitando toda
a drea de anormalidades. Na Figura 3.2 é apresentado um exemplo de chain code da
DDSM (HEATH, 1998). Os dois primeiros valores correspondem a coordenada (x,y)
do pixel inicial e final, tendo em vista que o chain code comega e inicia no mesmo ponto.
Os valores subsequentes correspondem as préximas orientagdes para delimitacdo dos
demais pixels da borda do nédulo.
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Figura 3.2 Exemplo de chain code apresentado na DDSM
Fonte: (HEATH, 1998)

3.3 PRE-PROCESSAMENTO

A etapa de pré-processamento das imagens extraidas consiste apenas na equalizagao
das ROIs utilizando o algoritmo de equalizacdo de histograma.

3.3.1 Extracdo de ROIls

A partir das informacdes obtidas através dos arquivos de texto provenientes da base
de dados DDSM (HEATH, 1998), foram utilizados para extragdo das ROIs correspon-
dentes as imagens anormais (contendo uma regido de nédulo). Inicialmente, a partir
da leitura do chain code é possivel calcular os pontos de alturas minima e méxima, e
larguras minima e médxima do nédulo de uma imagem. A partir desses valores foi pos-
sivel calcular um valor para o pixel central para inicializacdo da extra¢do. A leitura do
chain code é baseada nos conceitos fundamentais do processamento de imagens digital.
Sendo (x,y) as coordenadas de um pixel inicial, o algoritmo faz a leitura do arquivo
.overlay e, baseado na configuracdo de 8 dire¢des do chain code da DDSM (Figura 2.8),
é possivel determinar qual o préximo valor do pixel da borda.

Selecio Cé%CI'ﬂO das Cdlculo do Extracdo da
de uma imagem e p cznt.o bounding box
maximas médio

Figura 3.3 Fluxograma simplificado da etapa de aquisi¢do das imagens
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Inicialmente, é feita a leitura do texto .overlay, mais precisamente a linha que con-
tém o chain code que representa a borda do nédulo é armazenada em um vetor de
inteiros (vetorchain), onde nas duas primeiras posi¢des desse vetor estdo armazenadas
a coordenada (x,y) inicial e a leitura termina quando o algoritmo encontra o carac-
tere # que delimita o fim da cadeia. Na proxima etapa, o algoritmo faz a leitura desse
vetor, partindo do ponto inicial do chain code e salvando as coordenadas horizontais
e verticais de cada novo pixel em dois vetores: vetorcoordx e vetorcoordy. A Figura 3.3
descreve o processo de aquisi¢do das regides de interesse.

A préxima etapa envolve a determinagdo das coordenadas minimas e maximas
para delimitar o tamanho da bounding box da massa. O algoritmo faz a leitura do
vetorcoordx e vetorcoordy, e faz um comparativo entre os valores horizontais e verticais,
encontrando os valores maximos e minimos para x e y. Apds a determinagdo desses
pixels, a tltima etapa consiste na extracdo da bounding box. Foram extraidos blocos
de tamanho 64 x 64. O algoritmo utiliza o conceito de ponto médio para calcular um
valor de coordenada (x,y) do pixel, que representa o ponto no centro da bounding box
previamente delimitada.

A partir desse ponto central, sdo extraidas as ROIs com os tamanhos descritos
acima. Portanto, para cada imagem de mamografia anormal é extraida apenas uma
RO], e esta possuird o mesmo ponto central calculado previamente (ver Figura 3.4).
Pela forma do nédulo, em alguns casos, a partir do calculo do pixel central, a delimi-
tagdo da ROI pode englobar parte do tecido mamario sadio, o que pode comprometer
o resultado, no momento da classificagdo. Por isso, para que a base seja composta de
dados consistentes, apds a extragdo de todas as regides, foi feita uma andlise manual,
para verificar se as bounding boxes extraidas pertenciam somente a regido suspeita. Em
caso negativo, a mamografia era excluida da base. Ao total, foram extraidas apenas
quatro imagens nas quais o método ndo retornou uma ROI pertecente ao limite do
chain code, de um total de 1.937 imagens.

(@) (b)

Figura 3.4 (a) Exemplo de uma ROI e chain code do nédulo delimitada (b) ROI extraida a partir
da bounding box

Para as massas normais, as ROIs foram extraidas apenas selecionando uma regido
central da mama, para que ndo houvesse nenhum artefato prejudicial a aplicagdo dos
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métodos de classificacdo, como por exemplo regides de massa muscular ou de back-
ground do proprio exame de mamografia. No total, foram utilizadas 294 imagens de
ndo-massa e 294 imagens de massas, onde foram selecionadas de maneira aleatéria a
quantidade de imagens benignas e malignas.

3.4 EQUALIZACAO DA BASE

Ap6s a etapa de extracdo de todas as ROIs a partir das mamografias da DDSM (HE-
ATH, 1998), é necessdario aplicar uma técnica para realce dos pixels da imagem para
aprimoramento das técnicas de extracdo de features. A Equalizacdo de Histograma é
feita a partir do calculo do histograma de cada ROI. Todas as imagens sdo de 8-bits, ou
seja, possuem 256 niveis de cinza, consequentemente o histograma da imagem varia
entre os niveis de cinza 0 e 255. A técnica desenvolvida nessa etapa foi baseada nos
conceitos apresentados na Segdo 2.4.2 através do calculo das probabilidades de cada
nivel de cinza, como mostrou a Equacgéo (2.5).

A Figura 3.5 apresenta um fluxograma resumido das etapas de equaliza¢do das

ROlIs.
Carrega ROI Caélculo Equalizagao
da mamografia do Histograma do Histograma

Figura 3.5 Fluxograma simplificado da etapa de equalizagdo

3.5 EXTRACAO DE FEATURES DAS ROIS

Nesta secdo serdo descritos todos os experimentos aplicados a base de dados para
elaboracdo de um estudo comparativo entre técnicas de extracdo de features a partir
da matriz de co-ocorréncia e técnicas de extragdo de features a partir da decomposigao
em valores singulares. No Capitulo 4 serdo apresentados todos os resultados desses
comparativos.

3.5.1 Matriz de Co-ocorréncia das ROls

Matrizes de co-ocorréncia foram criadas para cada ROI equalizada, seguindo quatro
dire¢bes e quatro distancias. Nesse caso, 6 € {0°,45°,90°,135°} e d € {1,2,3,4},
conforme é descrito na Secao 2.5.

Segundo (HARALICK; SHANMUGAM; DINSTEIN, 1973), ap6s a criagdo das ma-
trizes de co-ocorréncia, é necessario fazer calculo da matriz normalizada, para que
todos os valores da GLCM pertengam ao mesmo intervalo. A matriz normalizada é
obtida através da divisdo de cada entrada da matriz de co-ocorréncia P(i, j) pela soma
de todos as entradas da matriz de co-ocorréncia. Portanto, uma nova fungao foi im-
plementada para o célculo da normalizagdo, que recebe como parametro a matriz de
co-ocorréncia e retorna a matriz normalizada correspondente.
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Nas préximas se¢des serdo apresentados todos os experimentos desenvolvidos nesse
trabalho envolvendo os conceitos de matriz de co-ocorréncia, decomposigdo em valo-
res singulares e entropia de Tsallis, descritos previamente no Capitulo 2.

3.6 EXPERIMENTOS COM A GLCM DA IMAGEM

Para cada ROJ, sdo calculados seis niveis de quantizagdo uniforme (23,24,25,26,27 28)
e para cada um dos niveis, sdo calculadas as matrizes de co-ocorréncia (com direcdo
ou distancia fixa), em seguida as matrizes sdo normalizadas para extragdo das features
baseadas na Entropia de Tsallis apresentada na Secédo 2.7.

3.6.1 Experimento | sob direcdes fixas

Para o primeiro experimento, foram utilizados os conceitos do calculo da matriz de
co-ocorréncia (GLCM) derivados de uma imagem em tons de cinza para uma dire¢do
fixa 8, onde 6 € {0°,45°,90°,135°}, variando a distancia d em quatro valores (d €
{1,2,3,4}). O algoritmo 2 apresenta o desenvolvimento desse experimento.

Algoritmo 2: Primeiro experimento

Entrada: imagem, 6 fixo, g fixo
Saida: vetor de features da imagem

1 parad < 1to4 faca
2 para k < 3 to 8 faca

// Calculo da GLCM normalizada
3 M,y < matrizHaralick (d, §, imagem);

// Extrac8o dos vetores de features
fak < extraiFeaturesTsallis (M;y);
fim

fim
vetor_final = (fi3,..., f18;--; fas,---, fas);
classifica (vetor_final);

@® NN S U W

De acordo com o0s conceitos apresentados na Segdo 2.7, o valor do indice g é es-
tabelecido a partir do desempenho do experimento em questdo. Dessa forma, esse
experimento foi dividido em trés etapas, fazendo a variagdo dos intervalos de g, com
o objetivo de encontrar um valor que seja adequado para o processo de classificagdo
de massas e ndo-massas.

Para a primeira etapa, foi delimitado o intervalo [0.1,0.9], com incrementos de 0.1,
totalizando nove valores diferentes para o indice q. Na segunda etapa, um novo inter-
valo [1.1,1.9] foi delimitado, também com variancia de 0.1 entre cada um dos valores.

3.6.2 Experimento Il sob distancias fixas

No segundo experimento, o conceito de GLCM foi utilizado fixando uma distancia
d e variando a dire¢do em quatro angulos diferentes (8 € {0°,45°,90°,135°, }). O
algoritmo 3 apresenta o desenvolvimento desse experimento.
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Algoritmo 3: Segundo experimento
Entrada: imagem, d fixo, g fixo
Saida: vetor de features da imagem

1 para 0 < 0° to 135° de 45° em 45° faca
2 para k < 3 to 8 faca

// Calculo da GLCM normalizada
3 Mg < matrizHaralick (6, 6, imagem);

// Extrac8o dos vetores de features

4 fox < extraiFeaturesTsallis (Mpy);

5 fim

6 fim

7 vetor_ﬁnal = (f(00’3), e ,f(oo,s); N ,‘f(135o,3) U f(135°,8) ),’
8 classifica (vetor_final);

3.7 EXPERIMENTOS COM A SVD DA GLCM DA IMAGEM

Para cada ROI, sdo calculados seis niveis de quantizacdao (23,24,25,26,27 28) e para
cada um dos niveis, sdo calculadas as matrizes de co-ocorréncia (com direcdo ou dis-
tancia fixa), em seguida as matrizes sdo normalizadas. A partir dessas matrizes qua-
dradas, sdo calculadas as matrizes de valores singulares (SVD) para extracdo das fea-
tures baseadas na Entropia de Tsallis apresentada na Secao 2.7.

3.7.1 Experimento | sob direcdes fixas

O terceiro experimento foi desenvolvido a partir dos conceitos de valores singulares e
matriz de co-ocorréncia da imagem. Inicialmente, uma ROI de uma imagem da base
de dados é quantizada em seis niveis de cinza (23,24,25,26,27 ¢ 28). Para cada uma
dessas novas imagens, uma matriz de co-ocorréncia é calculada e sua correspondente
normalizada. A partir dessas tltimas matrizes normalizadas e quadradas, sado calcu-
ladas as matrizes de valores singulares (SVD).

Por fim, os valores singulares sdo entdo utilizados para o célculo da Entropia de
Tsallis de cada imagem. O processo é repetido para cada distanciad, onded € {1,2,3,4}.
Dessa forma, teremos um total de 24 matrizes de SVD diferentes. O algoritmo 4 apre-
senta de forma simplificada o processo de obtencao dessas features.

3.7.2 Experimento |l sob distancias fixas

O dltimo experimento desenvolvido nesse projeto foi o cdlculo da entropia de Tsallis
baseado nos conceitos de SVD da matriz de co-ocorréncia utilizando uma distancia 4
fixa (d € {1,2,3,4}) e variando a dire¢do 6 (¢ € {0°,45°,90°,135°}), como pode ser
visualizado no Algoritmo 5.
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Algoritmo 4: Terceiro experimento

Entrada: imagem, 6 fixo, g fixo
Saida: Vetor de features da imagem

1 parad < 1to4 faca
2 parak < 3 to 8 faca

// Calculo da GLCM normalizada
3 M, i < matrizHaralick (d, §, imagem);

// Céalculo da SVD a partir GLCM normalizada
4 Sik ¢ calculaSVD (M, );

// Extrac8o dos vetores de features;
5 fak < extraiFeaturesTsallis (S;x);

6 fim

7 fim

8 vetorFinal = (f(1,3), e /f(l,S); ce ,‘f(4,3), .. '/f(4,8));
9 classifica (vetorFinal);

3.8 CLASSIFICACAO DAS FEATURES

Ap6s a criagdo de cada vetor de features, passa-se a determinagdo dos arquivos de trei-
namento e teste para a classificagdo das ROIs das imagens. O algoritmo desenvolvido
nessa etapa, recebe como parametro dois arquivos texto (.txt) contendo os caminhos
para todas as imagens de massas e ndo massas de dimensdo 64 x 64. A partir disso, é
feita uma leitura de cada linha dos arquivos, para que elas possam ser armazenadas
em dois vetores distintos (vetor para o arquivo ndo massa e um vetor para o arquivo
massa) para que possa ser feita a escolha aleatéria das imagens.

A partir desses dois vetores, serdo montados quatro arquivos (treinamento e teste
para ndo massas e, treinamento e teste para massas). Para essa etapa, gera-se um nu-
mero aleatdrio e verifica-se se ele é par ou impar. Caso seja par, gera-se um novo nu-
mero aleatério (dentro do intervalo do tamanho do vetor de ndo massas) para escolher
uma posigdo do vetor que corresponderd a uma imagem e dessa maneira escreve-se
essa imagem em um arquivo texto: arquivo_normal_train.txt. Se o ntimero for impar,
repete-se 0 mesmo processo para o vetor de massas e arquiva-se cada nova imagem
escolhida em um outro arquivo texto: arquivo_abnormal_train.txt. Esse processo é
repetido até que se atinja o nimero de amostras para a fase de treinamento (100 amos-
tras, onde 50 sdo de ndo massas e 50 sdo de massas).

Para o arquivo de teste fazemos exatamente o mesmo processo descrito anterior-
mente, exceto pelo tamanho do arquivo, que nesse caso serd igual a 594 (onde 297 sao
de ndo massa e 297 sdo de massa). Ao final desse processo, tém-se quatro arquivos
texto contendo as amostras de ndo massa, de treinamento e teste e as amostras de
massa, também de treinamento e teste. Para garantir que uma mesma amostra seja
selecionada duas vezes, a cada escolha aleatdria, a imagem é deletada do vetor.

Uma nova funcdo foi implementada para fazer a juncdo entre os arquivos par a
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Algoritmo 5: Quarto experimento

Entrada: Imagem da base, distancia 4, g
Saida: Vetor de features representando imagem

1 para 6 < 0° to 135° de 45° em 45° faca
2 parak < 3 to 8 faca

// Calculo da GLCM normalizada
3 Mp i <+ matrizHaralick (d, §, imagem);

// Céalculo da SVD a partir GLCM normalizada
4 Sg,x < calculaSVD (Myy);

// Extrac8@o dos vetores de features;

5 fox < extraiFeaturesTsallis (Sgx);

6 fim

7 fim

8 vetor_ﬁnal = (f(oo’::,), RN ,f(oo,s); N ,‘f(135o,3), e 'f(135°,8));

9 classifica (vetor_final);

par. Essa funcdo também escolhe as amostras de maneira aleatéria e portanto, ao final
temos apenas dois novos arquivos: arquivo_train.txt e arquivo_teste.txt, que serdo
utilizados pelo classificador.

Ao final do processo de treinamento e teste, um arquivo texto chamado debug.txt
é criado contendo as predigdes elaboradas pelo classificador a partir do conjunto de
features utilizadas e das imagens aleatoriamente selecionadas. A partir desse arquivo,
pode-se calcular as medidas estatisticas (Se¢do 3.9) necessarias para avaliagdo dos mé-
todos desenvolvidos nesse trabalho. Esse processo é desenvolvido a partir de uma
comparagdo entre o arquivo de predi¢do (debug.txt) e o arquivo original de teste ar-
quivo_teste.txt, onde cada linha é avaliada e a similaridade entre elas é avaliada.

Para cada execugdo do algoritmo, utilizamos o script em pyhton dalibSVM (CHANG;
LIN, 2011) para avaliar quais os melhores parametros -y e C para que aquele teste atinja
os melhores resultados de acuracia.

3.9 METODOLOGIA DE AVALIACAO

Para validagdo e comparacdo dos experimentos cinco medidas estatisticas sdo calcu-
ladas a partir dos resultados obtidos através do processo de classificagdo descrito na
Secdo 3.8. O algoritmo faz um comparativo entre os valores descritos no arquivo pre-
dict e nas labels descritas no arquivo de teste. A comparagdo é feita linha a linha e um
vetor é criado para salvar os resultados dessa comparagao.

Para cada comparagdo, sdo avaliados se o resultado é verdadeiro-positivo (true-
positive) (TP), falso-positivo (false-positive) (FP), verdadeiro-negativo (true-negative) (TN)
e falso-negativo (false-negative) (FN), de acordo com a Tabela 3.3.

Um vetor de quatro posigdes foi criado para armazenar os resultados desse com-
parativo. A cada leitura de uma linha o comparativo é feito, e a posig¢do do vetor cor-
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Tabela 3.3 Calculo das estatisticas através das labels

Resultado Arquivo predict Arquivo teste
Verdadeiro-Positivo (TP) -1 -1
Falso-Positivo (FP) -1 1
Verdadeiro-Negativo (TN) 1 1
Falso-Negativo (FN) 1 -1

respondente aquele resultado é incrementado. Ao final, as medidas estatisticas serdo
extraidas a partir desse vetor. Para esse trabalho, as cinco medidas estatisticas utili-
zadas foram acurdcia, sensibilidade, especificidade, valor preditivo positivo (VPP) e
valor preditivo negativo (VPN).

3.9.1 Acuracia

A acuricia é uma das medidas estatisticas mais utilizadas para avaliar um sistema
CAD/CADx. Essa métrica representa a porcentagem de diagndsticos corretos identi-
ficados pelo classificador.

. TP+ TN
Acurécia = 1
U = TP TN + EN 1 FP 31)

3.9.2 Sensibilidade

Essa métrica é responsdvel por avaliar a porcentagem de ROIs anormais corretamente
identificadas pelo classificador. A Equacéo (3.2) descreve esse cdlculo (SAMPAT; MAR-
KEY; BOVIK, 2005).

Total de Verdadeiro-Positivo (TN)

Numero de ROIs anormais

TP
~ TP+FN (3.2)

Sensibilidade =

3.9.3 Especificidade

A especificidade é responsavel pela avaliacdo da porcentagem de ROIs normais detec-
tadas de maneira correta. A Equagédo (3.3) descreve o célculo dessa métrica (SAMPAT;
MARKEY; BOVIK, 2005).

Total de verdadeiro-negativo (TN)

Numer de ROIs normais

TN
~ TN-+FP (3.3)

Especificidade =
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3.9.4 Valor Preditivo Positivo (VPP)

Métrica responsavel pela avaliacdo da probabilidade do individuo que foi diagnosti-
cado com o cancer de mama realmente tenha a doenga.

TP
VPP = oo 55 34)

3.9.5 Valor Preditivo Negativo (VPN)

Métrica responsavel pela avaliagdo da probabilidade do individuo que foi diagnosti-
cado negativo realmente ndo tenha a doenga.

TN
PN=—— .
VPN =78+ iN (35)



Capitulo

Este capitulo descreve em detalhes todos os resultados obtidos através do experimento apresentado no Capitulo 3.
Além disso, é apresentado um comparativo entre os resultados das métricas calculadas com o objetivo de selecionar
o melhor experimento para classificaciio de imagens mamogrdficas

RESULTADOS

4.1 EXPERIMENTOS COM A GLCM DA IMAGEM

Na primeira etapa serdo gerados vetores de features baseados em entropias de Tsal-
lis das matrizes de GLCM. Nesse caso, a maior dificuldade se concentra na escolha
do parametro g. Assim sendo, foram realizadas investigacdes para direcao fixa (f) e
distancia fixa (d) das GLCM'’s, e coletados dados de entropia de Tsallis em faixas de
intervalos, como se segue.

4.1.1 Experimento | sob direcdes fixas

Como foi descrito no Capitulo 3, o primeiro experimento utiliza os conceitos da matriz
de co-ocorréncia (GLCM) para uma diregéo fixa 6, onde 6 € {0°,45°,90°,135°} e com
uma variagdo da distancia d, onde d € {1,2,3,4}. As GLCM'’s sdo extraidas a partir
da imagem do entorno de uma massa de mamografia para o desenvolvimento das
andlises estatisticas.

4.1.1.1 Paradmetro g variando em [0.1,0.9] A Tabela 4.1 apresenta os resultados das
cinco métricas estatisticas estabelecidas para nove valores diferentes do indice g dentro
do intervalo [0.1,0.9], com um incremento de 0.1. As avaliagdes dos resultados foram
feitas analisando os maiores valores de acurdcia, sensibilidade, especificidade, valor
preditivo positivo e valor preditivo negativo.

O valor de acurdcia representa a quantidade de resultados corretos que o classifi-
cador inferir a partir da andlise das features estabelecidas para o problema de classifi-
cagdo. Para esse primeiro experimento no intervalo [0.1,0.9], o maior valor de acurécia
alcangado foi 87.4%, para os parametros (g,0) = (0.6,0°).

43
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A medida de sensibilidade representa a quantidade de lesdes anormais correta-
mente identificadas pelo classificador. Para os parametros (g,6) = (0.6,0°) a sensibili-
dade obtida foi de 86.2%. Tal valor também foi o maior obtido dentre os experimentos
para direcdes fixas. A medida de especificidade infere a probabilidade de o método
identificar individuos sem massa. Para o par (g,6) = (0.6,0°) a especificidade foi de
88.6%. Assim sendo, para tal par de parametros o método se apresenta melhor na
identificacdo de individuos sem massa. Por outro lado, a maior sensibilidade obtida
foi de 93.1%, para (gq,60) = (0.7,0°) e (g,6) = (0.9,135°).

O método se apresenta com sensibilidade maior que a especificidade para os pa-
rametros (q,0) = (0.4,45°), (9,6) = (0.5,90°) e (g,0) = (0.7,90°). Entretanto uma
performance mais equilibrada pode ser vista em (g,0) = (0.5,135°) com todas medi-
das iguais a 84.2%. Por fim, as duas tltimas medidas apresentadas nesse experimento
sdo utilizadas para medir a porcentagem de confiabilidade do método desenvolvido,
onde o maior valor de VPP foi 92.2% para (q,60) = (0.7,0°) e o maior valor de VPN foi
86.5% para (g,6) = (0.6,0°).

A Tabela B.1, do Apéndice B, apresenta todos os resultados obtidos nesse experi-
mento.

Tabela 4.1 Resultados da GLCM da imagem para 6 fixo no intervalo [0.1,0.9]

q 0 0% C Estatisticas (%)

Acur. Sens. Espec. VPP VPN
0.6 0° 32768 0.0078125 87.4 86.2 88.6 88.3 86.5
0.7 0° 512 0.03125 87.2 81.3 93.1 922 83.3
0.9 135° 32768 0.00195312 86.4 79.7 93.1 92.0 82.1

4.1.1.2 Paradmetro g variando em [1.1,1.9] Com o objetivo de melhorar os valores
de acurdcia e consequentemente reduzir o nimero de resultados falso-positivos, o se-
gundo experimento foi desenvolvido utilizando um novo vetor de valores para g, onde
g € [1.1,1.9], com um incremento de 0.1. O maior valor de acurécia obtido foi de 89.8%
para os parametros (4,60) = (1.3,0°) e (g,60) = (1.4,0°). No primeiro caso, registrou-
se taxas de 84.2% e 95.5% de sensibilidade e especificidade, respectivamente. E no
segundo caso, taxas de 85.4% e 94.3% de sensibilidade e especificidade. Uma maior
sensibilidade no intervalo em questdo foi obtido para (g,0) = (1.9,0°), a uma taxa de
86.2%.

Quanto & maior especificidade foi de 96.3% para (g,6) = (1.2,0°). Em ambos os
casos 0 método ainda é melhor para identificagdo de individuos sem massa. Nota-
se ainda que para os parametros (g,0) = (1.5,135°), (g,0) = (1.9,45°) e (4,0) =
(1.9,135°), o método se mostra mais eficiente na identificagdo de individuos com
massa, na faixa de intervalo em questdo. Nesses casos, com valores de acurdcia médio
em torno de 79.3%.
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A Tabela B.2, no Apéndice B, apresenta todos os resultados obtidos nesse experi-
mento.

Tabela 4.2 Resultados da GLCM da imagem para 6 fixo no intervalo [1.1,1.9]

q 0 % C Estatisticas (%)

Acur. Sens. Espec. VPP VPN
13 0° 2048 0.03125 89.8 84.2 95.5 94.9 85.8
14 0° 32768 0.0078125 89.8 85.4 94.3 93.7 86.6
19 0° 512 0.0078125 87.8 86.2 894 89.1 86.6

A partir dos resultados apresentados na Tabelas 4.1 e 4.2 foram analisados todos os
valores de acurécia com o objetivo de extrair os maiores valores para compor os expe-
rimentos 4.1.1.3 e 4.1.1.4. Desse modo, os valores de 4 = 1.3 e ¢ = 1.4 proporcionaram
os melhores resultados de acurédcia, ambos iguais a 89.8%.

4.1.1.3 Paradmetro g variando em [1.31,1.39] Baseado nos resultados alcangados nos
intervalos [0.1,0.9] e [1.1,1.9], é proposto aqui refinar um subintervalo compreendido
no segundo supracitado intervalo. Analisando os dados do intervalo [1.31,1.39] chega-
se a uma acurdcia méxima de 91.3% para os parametros (g,6) = (1.31,0°).

Para os parametros (q,60) = (1.31,0°) foram encontrados ndo s6 maior acurdcia,
mas também a maior taxa de sensibilidade, 89.0%. Entretanto, a especificidade, nesse
caso, ainda é maior que a taxa de sensibilidade, a saber, 93.5%. Isso aponta para a
eficiéncia do método em identificar amostras sem massa.

A Tabela 4.3 apresenta alguns resultados obtidos nesse experimento. Os demais
resultados desse experimento podem ser encontrados na Tabela B.3 (Apéndice B).

Tabela 4.3 Resultados da GLCM da imagem para 6 fixo no intervalo [1.31,1.39]

q 0 C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.31 0° 32768 0.0078125 91.3 89.0 93.5 93.2 89.5
1.37 0° 32768 0.00195312 90.2 84.6 95.9 95.4 86.1

4.1.1.4 Parametro g variando em [1.41,1.49] Também baseado nos dados encontra-
dos para os intervalos [0.1,0.9] e [1.1,1.9], um segundo subintervalo intervalo foi cri-
ado para refinar um resultado encontrado na Tabela 4.2. A partir desse novo intervalo,
obteve-se uma acurdcia maxima de 89.6%, para os parametros (g,6) = (1.49,0°). Para
o mesmo par de parametros, foi encontrado o maior valor de especificidade, com uma
porcentagem igual a 96.7%.
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Tabela 4.4 Resultados da GLCM da imagem para 6 fixo no intervalo [1.41,1.49]

q 0 C v Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.45 0° 32768 0.03125 86.6 89.8 834 844 89.1
1.49 0° 2048 0.0078125 89.6 82.5 96.7 96.2 84.7

O maior valor de sensibilidade encontrado esta associado ao par (g,0) = (1.45,0°).
Ou seja, esse par indica maior capacidade de identificagdo dos individuos doentes.

4.1.2 Experimento |l sob distancias fixas

O segundo experimento consiste na utilizagdo dos conceitos da matriz de co-ocorréncia
(GLCM) para uma distancia fixa d, onde d € {1,2,3,4} e com uma variagdo das dire-
¢oes 6, onde 0 € {0°,45°,90°,135°}. As GLCM’s sdo extraidas a partir da imagem do
entorno de uma massa de mamografia para o desenvolvimento das analises estatisti-
cas.

4.1.2.1 Paradmetro g variando em [0.1,0.9] A partir da andlise da Tabela 4.5, pode-se
perceber que o melhor valor de acuracia encontrado foi para os parametros (g,d) =
(0.7,1), com uma porcentagem de 88.5%. Além do valor de acurdcia méximo, a partir
dos parametros supracitados, foi possivel obter o maior valor preditivo negativo desse
método, com uma porcentagem de 84.7%.

Tabela 4.5 Resultados da GLCM da imagem para d fixo no intervalo [0.1,0.9]

q 0 C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
0.6 0° 32768 0.000488281 86.6 76.9 96.4 95.5 80.7
0.7 0° 32768 0.00195312 88.5 83.0 93.9 93.2 84.7
0.8 45° 128 0.5 822 85.8 785 80.0 84.7

Ja para as medidas de sensibilidade, o melhor valor encontrado foi 85.8% para os
parametros (q,d) = (0.8,2), indicando um bom resultado para classificagdo de amos-
tras com massas. Por fim, para o valor de especificidade encontrado foi para os pa-
rametros (q,d) = (0.6,1), com a porcentagem 96.4%. A Tabela B.5 apresenta todos os
resultados obtidos nesse experimento.

4.1.2.2 Paradmetro g variando em [1.1,1.9] O segundo experimento envolvendo as
GLCM’s de distancia fixa da imagem apresentou resultados bastante significativos
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para esse trabalho, como pode ser vista na Tabela 4.6. Analisando os valores de acu-
récia, pode-se perceber que o valor méximo encontrado foi 91.3%, para os parametros
(9,d) = (1.1,1). Esse valor se iguala ao valor encontrado no experimento da Se¢ao
4.1.1.3. Desse modo, é possivel concluir que ambos os métodos podem ser considera-
dos bons classificadores para o problema de diagnoéstico de massas e ndo-massas.

Para os valores de sensibilidade, encontra-se o maior resultado para os parametros
(q,d) = (1.9,1), com a porcentagem de 88.7%. J& para o resultado de especificidade,
o melhor resultado foi encontrado nos paradmetros (4,d) = (1.5,1), com porcentagens
97.6%. Em comparagdo com o resultado de sensibilidade, a classificagdo de amostras
sem massa pode ser considerada mais eficiente para esse método. A Tabela B.6, no
Apéndice B, apresenta todos os resultados obtidos nesse experimento.

Tabela 4.6 Resultados da GLCM da imagem para d fixo no intervalo [1.1,1.9]

q 0 C v Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.1 1 8192 0.03125 91.3 87.0 95.5 95.1 88.1
15 1 512 0.03125 88.1 78.5 97.6 97.0 82.0
1.9 1 32768 0.0078125 87.2 88.7 85.8 86.2 88.3

4.1.2.3 Paradmetro g variando em [1.11,1.19] O ultimo método dos estudos com a
matriz de co-ocorréncia das imagens de mamografia foi desenvolvido a partir dos re-
sultados obtidos no experimento 4.1.2.2. Analisando as Tabelas 4.5 e 4.6, é possivel
observar que o melhor valor de acuracia encontrado foi para 4 = 1.1, com uma dis-
tancia fixa d = 1. Desse modo, para o Experimento 4.1.2.3 foi delimitado um novo
intervalo para os valores dos indices g, onde g € [1.11,1.19]. A partir dos resultados
das métricas, a Tabela 4.7 foi elaborada e avaliada.

Tabela 4.7 Resultados da GLCM da imagem para d fixo no intervalo [1.11,1.19]

q d C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.15 1 2048 0.03125 90.3 83.4 97.2 96.7 85.4
1.16 1 2048 0.0078125 86.6 753 98.0 97.4 79.9
1.19 2 8192 0.0078125 88.1 86.2 89.9 89.5 86.7

Para os valores de acurécia, o melhor resultado encontrado foi 90.3% para os pa-
rametros (q,d) = (1.15,1). Fazendo um breve comparativo entre o melhor valor
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de acurécia encontrada no Experimento 4.1.2.2. Os parametros (q,d) = (1.11,1) e
(q,d) = (1.15,1) sdo considerados bons para melhor identificagdo de amostras sem
massa do que para identificagdo de amostras com massa. Ja os parametros (q,d) =
(0.1,2),(0.8,2),(1.9,1) sdo melhores para identificagdo de amostras com massas do
que para identificagdo daquelas que ndo possuem massa.

A Tabela B.7, no Apéndice B, apresenta todos os resultados obtidos nesse experi-
mento.

4.2 EXPERIMENTOS COM A SVD DA GLCM

Os experimentos a seguir sdo baseados na extragdo de features a partir da matriz de
valores singulares (SVD), calculada utilizando a matriz de co-ocorréncia das regides
de interesse (ROIs) extraidas a partir das imagens de mamografia que compdem a
base de dados desse trabalho.

O vetor de features é dado pela entropia de Tsallis dos valores singulares da SVD
obtida de uma GLCM para o nivel de quantizagdo k, onde k € {3,4,5,6,7,8}

4.2.1 Experimento | sob direcoes fixas

Como também foi descrito no Capitulo 3, o primeiro experimento utiliza os concei-
tos de decomposicdo em valores singulares (SVD) a partir matriz de co-ocorréncia
(GLCM) para uma direcao fixa 6, onde 6 € {0°,45°,90°,135° } e com uma variagdo da
distancia d, onde d € {1,2,3,4}.

Tabela 4.8 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [0.1,0.9]

q 0 C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
0.1 90° 128 0.125 63.0 39.3 86.6 74.6 58.8
0.8 0° 32 0.5 789 794 78.5 78.7 79.2
0.9 135° 128 0.03125 78.1 749 814 80.1 76.4

4.2.1.1 Pardmetro g variando em [0.1,0.9] O primeiro experimento foi desenvol-
vido utilizando o primeiro intervalo previamente selecionado, onde o g comeca em
0.1 e vai até 0.9, com incremento de 0.1, resultando também em um total de noves va-
lores a serem testados. A Tabela 4.8 apresenta todos os resultados encontrados para
esse experimento.

Analisando os valores de acurécia, pode-se destacar que o valor médximo encon-
trado foi 79.8% para os parametros (4,6) = (0.7,0°). Os ualtimo valor analisado, foi
o de especificidade. Para esse método, o valor maximo encontrado foi 86.6%, para
os parametros (gq,6) = (0.1,90°). A Tabela B.8, no Apéndice B, apresenta todos os
resultados obtidos nesse experimento.
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4.2.1.2 Paradmetro g variando em [1.1,1.9] Para a segunda etapa dos experimentos
envolvendo SVD, foi delimitado o intervalo de g = 1.1 até ¢ = 1.9. Em comparacdo
com os resultados obtidos no experimento anterior, o Experimento 4.2.1.2 apresenta
resultados consideravelmente melhores.

Para os valores de acurécia, o maior valor encontrado foi 82.4% tanto para o pa-
rametros (g,0) = (1.8,0°). Analisando separadamente os valores de sensibilidade
e especificidade, nota-se que o primeiro valor supera o segundo para os parametros
(g,0) = (0.1,0°),(0.3,90°), (0.4,90°), (0.4,135°), (0.6, 135°), (0.7,90°) e (0.8,0°), como
podem ser visto na Tabela B.9 (Apéndice B).

Tabela 4.9 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [1.1,1.9]

q 0 C 0 Estatisticas (%)

Acur. Sens. Espec. VPP VPN
13 0° 32 0.125 79.8 713 88.3 85.9 754
1.8 0° 2048 0.0078125 824 789 85.8 84.8 80.3
19 0° 2048 0.0078125 81.2 85.0 773 789 83.8

A partir das anélises feitas anteriormente, foi selecionado o maior valor de acuracia
encontrado nos experimentos 4.2.1.1 e 4.2.1.2 para compOr o tltimo experimento desse
trabalho. Semelhante ao que foi apresentado na Sessdo 4.1.1.3, foi escolhido o valor
82.2%, obtido através do q = 1.5 e a partir desse valor, foi criado um novo intervalo
de valores de teste de g. Esse intervalo é iniciado em g = 1.81 e vai até o 4 = 1.89, com
uma variacdo de 0.1 entre os valores. Assim como todos os experimentos elaborados
até aqui, teremos um total de nove valores diferentes de g para o desenvolvimento
desse experimento.

A Tabela B.9, no Apéndice B, apresenta todos os resultados obtidos nesse experi-
mento.

4.2.1.3 Paradmetro g variando em [1.81,1.89] O ultimo método para direcéo fixa en-
volvendo SVD apresentou resultados maiores que os métodos apresentados nas Se-
coes 4.2.1.1 e 4.2.1.2, concluindo que a decomposicdo em valores singulares também
pode ser utilizada para o diagnostico de mamografias normais e anormais, desde que
seja escolhido um valor de g adequado. Para os resultados de acurdcia apresenta-
dos na Tabela 4.10, o melhor valor encontrado foi 84.4% para para os parametros
(9,0) = (1.88,0°). Em um breve comparativo com o melhor resultado de acuracia
obtido nos experimentos da Sessdo 4.1.1.3, é possivel notar que a diferenca entre eles
é de aproximadamente 7%.

Os melhores valores encontrados para as medidas de sensibilidade e especificidade
foram de 85.8% e 89.1%, respectivamente. Ambos os resultados estdo acima de 80%,
o que significa que a SVD, para esse intervalo de g, pode ser considerado um bom
classificador para diagndstico de amostras negativas e positivas. Nesse experimento
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nota-se também um maior nimero de casos com sensibilidade mais alta do que a es-
pecificidade, totalizando 14 casos. A Tabela B.10 apresenta todos os resultados obtidos
nesse experimento.

Tabela 4.10 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [1.81,1.89]

q 0 C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.83 0° 128 0.125 794 69.6 89.1 86.4 74.6
1.88 0° 32 0.5 844 85.4 834 83.7 85.1
1.89 0° 8192 0.0078125 80.8 85.8 75.7 779 842

4.2.2 Experimento Il sob distancias fixas

O Experimento 4.2.2 inicia os testes com uma distancia fixa d (onde (d € 1,2,3,4))
para o cdlculo das matrizes de valores singulares a partir da GLCM da imagem. Assim
como o experimento apresentado na Se¢do 4.1.2.1, o intervalo escolhido foi [0.1,0.9],
com um incremento de 0.1, totalizando 9 valores de 4.

4.2.2.1 Paradmetro g variando em [0.1,0.9] Para as medidas de acurécia, VPP e VPN)
os melhores valores encontrados foram para um valor os parametros (g,d) = (0.9,1).
As porcentagens encontradas foram 79.8%, 83.0 e 77.1%, respectivamente. Esses re-
sultados indicam que para a classificagdo de amostras verdadeiramente positivas, o
experimento ndo apresentou valores favoraveis, tendo em vista que a porcentagem
foi abaixo de 80%. Por outro lado, para a classificagdo de amostras verdadeiramente
negativas, o Experimento 4.2.2.1 pode ser considerado favordvel. Para a medida de
sensibilidade, o melhor resultado encontrado foi para os parametros (q,d) = (0.9,2) e
para a especificidade, os parametros (4, d) = (0.4,3) alcancaram o valor maximo, com
87.0% (ver Tabela 4.11).
A Tabela B.11 apresenta todos os resultados obtidos nesse experimento.

Tabela 4.11 Resultados da SVD a partir GLCM da imagem para d fixo no intervalo [0.1,0.9]

q d C v Estatisticas (%)

Acur. Sens. Espec. VPP VPN
04 3 8.0 0.5 64.6 421 87.0 76.5 60.1
0.9 1 8192 0.0078125 79.8 749 84.6 83.0 77.1

2 32768 0.0078125 69.2 76.1 62.3 66.9 72.3
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4.2.2.2 Parametro q variando em [1.1,1.9] O valor méximo de acurécia encontrado
foi 82.0%, para os pardmetros (q,d) = (1.5,1) e para os parametros (g,d) = (1.7,1).
Esse valor pode ser considerado favoravel, tendo em vista que acima de 80%.Entretanto,
se comparamos com os valores apresentados nos experimentos envolvendo apenas a
matriz de co-ocorréncia da imagem, pode-se observar que os resultados envolvendo
a SVD da matriz de co-ocorréncia apresenta valores mais baixos (ver Tabela 4.12). A
Tabela B.12, no Apéndice B, apresenta todos os resultados obtidos nesse experimento.

Tabela 4.12 Resultados da SVD a partir GLCM da imagem para d fixo no intervalo [1.1,1.9]

q d C % Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.4 1 8192 0.03125 80.8 721 89.5 87.3 76.2
1.5 1 512 0.125 82.0 75.3 88.7 86.9 78.2
19 1 2048 0.0078125 80.2 80.2 80.2 80.2 80.2

4.2.2.3 Parametro g variando em [1.71,1.79] A partir dos resultados obtidos nas Se-
coes 4.2.2.1 e 4.2.2.2, foi selecionado o melhor valor de acuracia para criagdo de um
novo intervalo de valores do indice g para a elaborac¢do do tltimo experimento desse
trabalho. Tendo em vista que o melhor valor de acurédcia foi igual a 82.0%, para os
parametros(q,d) = (1.7,1) , o novo intervalo foi delimitado em [1.71,1.79] para avali-
acdo das métricas presentes nesses 9 valores (ver Tabela 4.13).

Inicialmente, é possivel perceber que os resultados apresentaram valores superio-
res aos resultados apresentados no Experimento 4.2.2.1 e Experimento 4.2.2.2. Desse
modo, a melhor acurécia obtida foi 84.2%, para os parametros (gq,d) = (1.76,1).

A Tabela B.13 apresenta todos os resultados obtidos nesse experimento.

Tabela 4.13 Resultados da SVD a partir GLCM da imagem para d fixo no intervalo [1.71,1.79]

q d C 0% Estatisticas (%)

Acur. Sens. Espec. VPP VPN
1.71 1 2048 0.03125 814 80.6 822 81.9 80.9
1.76 1 32768 0.0078125 84.2 79.8 88.7 87.6 814
1.79 1 2048 0.0078125 82.6 74.5 90.7 88.9 78.0

Analisando detalhadamente cada tabela apresentada, podemos concluir que os
dois melhores resultados foram obtidos através da extracdo de features a partir das ma-
trizes de co-ocorréncia das ROIs extraidas das imagens de mamografias. O primeiro
melhor resultado foi encontrado para um 6 fixo, utilizando os parametros (q,0) =
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(1.31,0°) através de blocos de tamanho 64 x 64. Esse teste foi elaborado na Segdo
4.1.1.3 e obteve um valor de acuricia igual a 91.3%. E possivel destacar também, os
valores de sensibilidade e especificidade encontrados para esses parametros que fo-
ram iguais a 89.0% e 93.5%, respectivamente.

O segundo melhor resultado foi obtido nos experimentos envolvendo uma dis-
tancia fixa d, onde o valor maximo de acurécia foi, também, igual a 91.3%, para os
parametros (q,d) = (1.1,1).

Aplicando os conceitos apresentados no segundo experimento a partir da selegdo
da melhor acurécia, a decomposicdo em valores singulares foi implementada a partir
da Segao 4.2 e, seguindo o mesmo principio descrito anteriormente, foi possivel encon-
trar um valor de acurdcia igual a 84.4% para para os parametros (g,0) = (1.88,0°), a
partir de uma direcdo fixa 6 = 0° e variagdo de distanciad = {1,2,3,4}. Esse resultado
também pode ser considerado adequado para o problema proposto nesse trabalho.



Capitulo

O capitulo descreve as principais conclusoes obtidas através da andlisde dos resultados apresentados no Capitulo
4. Sdo abordados todos os testes desenvolvidos e as conclusdes obtidas através da observagio do comportamento de
cada teste para o processo de classificacio de imagens de mamografia

CONCLUSAO

Esse trabalho teve como principal objetivo o estudo e implementagdo de métodos para
extragdo de conjuntos de vetores de features para classificacdo de massas retiradas a
partir de imagens mamograficas previamente delimitadas por um radiologista.

No inicio da elabora¢do desse trabalho, vérias pesquisas foram desenvolvidas a
partir da leitura de artigos para a defini¢do de um conjunto de métodos que seriam uti-
lizados para extracdo das features. A partir dessa etapa, foram escolhidos dois métodos
envolvendo matrizes de co-ocorréncia e decomposi¢do em valores singulares. A partir
dessas duas matrizes calculadas a partir da imagem de mamografia pré-processada,
foi testado o comportamente da Entropia de Tsallis como feature para classificagdo das
massas. Para tanto, foram necessdrios vérios testes para encontrar qual o melhor va-
lore do indice g para se obter os melhores valores de acuracia, sensibilidade, especifi-
cidade, VPP e VPN.

A etapa seguinte envolveu um estudo acerca dos métodos de aprimoramento da
qualidade da imagem, tendo em vista que a base de dados DDSM apresenta imagens
mamograficas contendo parte da massa peitoral da paciente e além disso, contendo
informacgoes como niimero de registro do paciente. Para que esses fatores ndo pudes-
sem influenciar nos valores das features, foi implementado um método para extracdao
de regides de interesse e posteriormente, um método para equalizacdo da imagem,
também com o objetivo de realcar os valores dos pixels dessas ROIs.

O método para extragdo das ROIS envolveu a leitura do Chain Code delimitado pela
propria base, com um estudo prévio feito por um radiologista. A partir disso, para
cada imagem foi extraida uma ROI de dimens&o 64 x 64 a partir do ponto médio de
cada massa da imagem. Ao total, foram selecionadas e extraidas 247 ROIs pertencen-
tes a mamografias normais e 247 ROIs pertencentes a mamografias anormais (benignas
e malignas). Todas essas novas imagens foram equalizadas com um algoritmo base-
ado nos conceitos basicos de equalizagdo de imagem. Frisa-se aqui, a uniformidade
dos dados utilizados em termos de quantidade de regides de massa e ndo massa.
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A 1ultima etapa envolveu o processo de desenvolvimento e aplicagdo de oito tes-
tes para extragdo de features e validacdo desses métodos a partir da andlise das cinco
métricas (acurdcia, sensibilidade, especificidade, valor preditivo positivo e valor pre-
ditivo negativo). No Capitulo 4 foram apresentados todas as abordagens utilizadas
pelos oito experimentos e seus respectivos resultados.

Conclui-se entdo que os vetores de features dados pelas entropias de Tsallis das
GLCMs sdo mais eficientes no processo de classificacdo de massas/ndo massas, do
que para a SVD das GLCMs.



Apéndice

Neste apéndice estdo descritos os fundamentos bdsicos da dlgebra linear para compreensio de algumas etapas
descritas nesse trabalho

APENDICE A

A.1 FUNDAMENTOS DA ALGEBRA LINEAR
A.1.1 Rank da matriz

Um vetor coluna v de tamanho N x 1 é considerado nulo quando todas as suas entra-
das sdo nulas. Logo,

v= |0 (A1)

_O_

O rank de uma matriz A de ordem M x N pode ser entdo definido como o niimero
de vetores linhas ndo-nulos dessa matriz (STRANG, 2006).

A.1.2 Matriz Diagonal

Uma matriz A de ordem N x N, é chamada de matriz diagonal quando todos os ele-
mentos 4;;, com i # j, sdo nulos. Ou seja, todos os elementos da matriz, exceto os
elementos da diagonal principal (i = j) sdo iguais a 0 (STEINBRUCH; WINTERLE,
1990).

A.1.3 Vetores Ortogonais e Ortonormais

Dois vetores v; e v, sdo chamados de vetores ortogonais, representados por v;_Lvy,
se e somente se, em um dado espago vetorial V, o produto interno entre eles é nulo
(STEINBRUCH; WINTERLE, 1990). A Equacdo (A.2) expressa a condi¢do descrita:
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< 01,00 >=0 (A.2)

onde < .,. >: V x V — R é um produto interno definido em V. Além disso, se v1 e v
sdo unitarios, eles sio chamados vetores ortonormais.

A.1.4 Matriz Ortogonal

Uma matriz A de ordem N x N, é chamada de matriz ortogonal se sua matriz inversa
é igual a sua transposta (STEINBRUCH; WINTERLE, 1990), como pode ser visto na
Equacdo (A.3)

A l=AT (A.3)
Logo,
A-AT=AT . A=1 (A.4)
onde I é a matriz identidade N x N.

A.1.5 Autovetores e Autovalores

Sendo A uma matriz quadrada de ordem N x N, definimos A como autovalor de A se
existir um vetor ndo-nulo, v € R", que satisfaca a condicao:

Av = Av (A.5)

Todos os vetores ndo-nulos v que satisfazem a Equacgdo (A.5) sdo chamados de auto-
vetores da matriz A correspondendo ao autovalor A.

A.1.6 Matrizes singulares e nao-singulares

Sendo A uma matriz quadrada de ordem N x N, A é uma matriz singular se o det(A) =
0. Se det(A) # 0, entdo a matriz é ndo-singular ou matriz regular (STRANG, 2006).
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Tabela B.1 Resultados da GLCM da imagem para 6 fixo no intervalo [0.1,0.9]

q 0 ¥ C Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 2048 0.0078125 83.1 78.1 88.2 86.9 80.1
0.1 45° 2048 0.0078125 77.3 68.4 86.2 83.2 73.1
90° 2048 0.0078125 777 70.8 84.6 82.1 74.3
135° 2048 0.0078125 80.3 732 874 85.3 76.5
0° 2048 0.03125 86.2 83.8 88.6 88.0 84.5
0.2 45° 32768 0.00195312 79.1 732 85.0 83.0 76.0
90° 8 0.5 77.1 72.8 81.3 79.6 75
135° 2048 0.0078125 79.9 76.1 83.8 824 77.8
0° 2048 0.03125 85.4 81.3 894 88.5 82.7
0.3 45° 32768 0.00195312 79.9 75.3 84.6 83.0 774
90° 32768 0.00195312 748 63.5 86.2 82.1 70.2
135° 2048 0.0078125 81.7 744 89.0 87.2 77.7
0° 32768 0.00195312 842 75.7 92.7 91.2 79.2
04 45° 32768 0.00195312 78.5 79.3 77.7 78.0 79.0
90° 512 0.0078125 78.1 724 83.8 81.7 752
135° 128 0.03125 789 69.6 88.2 85.5 744
0° 2048 0.000488281 80.3 72.0 88.6 86.4 76.0
05 45° 2048 0.0078125 78.3 72.0 84.6 824 75.1
90° 8192 0.125 777 79.7 75.7 76.6 789
135° 2048 0.03125 84.2 84.2 84.2 84.2 84.2
0° 32768 0.0078125 87.4 86.2 88.6 88.3 86.5
0.6 45° 32768 0.0078125 82.1 80.1 84.2 83.5 80.9
90° 128 0.03125 79.1 71.6 86.6 84.2 753
135° 8192 0.00195312 84.6 79.7 89.4 88.3 81.5
0° 512 0.03125 87.2 81.3 93.1 92.2 83.3
0.7 45° 32768 0.000488281 753 61.5 89.0 84.9 69.8
90° 32 2 71.8 78.1 65.5 69.4 75.0
135° 128 0.03125 80.3 71.2 89.4 87.1 75.6
0° 8 0.125 82.7 81.7 83.8 83.4 82.1
0.8 45° 32768 0.0078125 82.7 78.5 87.0 85.8 80.2
90° 32768 0.00012207 80.3 72.4 88.2 86.0 76.2
135° 32768 0.00195312 85.0 80.1 89.8 88.7 81.9
0° 8192 0.00195312 81.5 76.5 86.6 85.1 78.6
0.9 45° 32768 0.00195312 79.3 77.3 81.3 80.5 782
90° 8192 0.0078125 783 74.8 81.7 80.4 76.5
135° 32768 0.00195312 86.4 79.7 93.1 92.0 82.1
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Tabela B.2 Resultados da GLCM da imagem para 6 fixo no intervalo [1.1,1.9]

q 0 % C Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 32768 0.0078125 86.4 84.2 88.6 88.1 84.8
1.1 45° 512 0.03125 81.1 78.5 83.8 82.9 79.6
90° 512 0.0078125 747 70.4 78.9 77.0 72.8
135° 32768 0.00195312 85.0 80.5 894 88.4 82.1
0° 512 0.03125 83.6 70.8 96.3 95.1 76.7
12 45° 2048 0.0078125 81.7 76.9 86.6 85.2 789
90° 2048 0.0078125 825 81.7 834 83.1 82.0
135° 32768 0.00195312 84.2 79.3 89.0 87.8 81.1
0° 2048 0.03125 89.8 84.2 95.5 94.9 85.8
1.3 45° 512 0.03125 79.1 74.4 83.8 82.1 76.6
90° 32768 0.000488281 76.3 68.4 84.2 81.2 72.7
135° 32768 0.0078125 84.8 83.8 85.8 85.5 84.8
0° 32768 0.0078125 89.8 854 94.3 93.7 86.6
1.4 45° 512 0.125 79.1 75.7 82.5 81.3 77.2
90° 32 0.5 77.1 77.3 76.9 77.0 77.2
135° 32768 0.0078125 84.2 80.9 874 86.5 82.1
0° 2048 0.03125 87.0 78.1 95.9 95.0 814
15 45° 2048 0.00195312 80.3 76.1 84.6 83.1 77.9
90° 8 0.125 79.7 72.0 87.4 85.1 75.7
135° 32768 0.125 78.5 86.6 70.4 74.5 84.0
0° 128 0.5 85.4 82.1 88.6 87.8 83.2
1.6 45° 512 0.125 82.7 75.7 89.8 88.2 78.7
90° 128 0.5 81.3 79.3 83.4 82.7 80.1
135° 32768 0.000488281 80.7 73.2 88.2 86.1 76.7
0° 8192 0.125 86.4 80.9 91.9 90.9 82.8
1.7 45° 8192 0.003125 81.1 79.7 82.5 82.0 80.3
90° 2048 0.0078125 79.7 73.6 85.8 83.8 76.5
135° 8192 0.00195312 80.3 75.7 85.0 83.4 777
0° 32768 0.125 85.2 84.6 85.8 85.6 84.8
1.8 45° 128 0.5 77.5 67.2 87.8 84.6 72.8
90° 512 0.0078125 83.4 78.9 87.8 86.6 80.6
135° 32768 0.00012207 80.1 76.5 83.8 825 78.1
0° 512 0.0078125 87.8 86.2 89.4 89.1 86.6
1.9 45° 8192 0.03125 79.9 82.5 77.3 78.4 81.6
90° 32768 0.03125 76.3 73.6 789 777 75.0
135° 8192 0.03125 79.5 81.3 777 785 80.6
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Tabela B.3 Resultados da GLCM da imagem para 6 fixo no intervalo [1.31,1.39]
q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 32768 0.0078125 91.3 89.0 93.5 932 89.5
131 45° 32768 0.00195312 83.4 82.5 84.2 83.9 82.8
90° 8 2 77.7 72.0 83.4 81.2 74.9
135° 32768 0.0078125 84.0 80.9 87.0 86.2 82.0
0° 512 0.125 85.2 85.4 85.0 85.0 85.3
1.32 45° 512 0.03125 82.7 71.6 93.9 9221 76.8
90° 32768 0.03125 81.9 76.9 87.0 85.5 79.0
135° 128 0.03125 76.9 73.7 80.2 78.8 75.3
0° 512 0.03125 86.8 80.5 93.1 92.1 82.7
133 45° 2048 0.03125 84.4 77.3 91.4 90.0 80.1
90° 32 0.125 82.3 85.0 79.7 80.7 84.1
135° 2048 0.125 84.4 81.3 87.4 86.6 82.4
0° 2 0.5 80.9 75.3 86.6 84.9 77.8
134 45° 32768 0.000488281 80.1 71.2 89.0 86.6 75.6
90° 2048 0.0078125 79.9 70.0 89.8 87.3 75.0
135° 32768 0.000488281 83.6 78.5 88.6 87.3 80.5
0° 512 0.03125 85.0 78.5 91.4 90.2 81.0
1.35 45° 32768 0.0078125 82.7 79.3 86.2 85.2 80.6
90° 32 0.5 78.7 84.2 73.2 75.9 82.2
135° 32 0.5 82.1 76.9 87.4 85.9 79.1
0° 8 0.5 87.2 81.3 93.1 92.2 83.3
1.36 45° 8192 0.00195312 78.1 73.2 82.9 81.1 75.6
90° 32 0.03125 79.3 68.8 89.8 87.1 74.2
135° 32768 0.00195312 84.8 78.9 90.6 89.4 81.1
0° 32768 0.00195312 90.2 84.6 95.9 95.4 86.1
137 45° 2048 0.003125 83.6 79.7 87.4 86.4 81.2
90° 128 0.125 79.1 73.6 84.6 82.7 76.2
135° 8192 0.03125 83.4 82.1 84.6 84.2 83.4
0° 2048 0.125 83.4 82.9 83.8 83.6 83.1
1.38 45° 8192 0.0078125 81.9 73.6 90.2 88.3 77.4
90° 8 2 72.8 63.9 81.7 77.8 69.4
135° 8192 0.0078125 85.6 80.5 90.6 89.6 82.3
0° 32768 0.00195312 87.6 84.6 90.6 90.0 85.4
1.39 45° 8192 0.03125 82.7 81.7 83.8 83.4 82.1
90° 8 0.5 76.9 68.4 85.4 82.4 73.0
135° 128 0.0078125 69.2 74.4 63.9 67.3 714
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Tabela B.4 Resultados da GLCM da imagem para 6 fixo no intervalo [1.41,1.49]

61

q 0 C v Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 8 0.5 85.4 82.5 88.2 87.5 83.5
1.41 45° 8192 0.0078125 87.6 80.5 94.7 93.8 82.9
90° 8192 0.00195312 779 75.7 80.1 79.2 76.7
135° 2048 0.125 83.0 84.6 829 832 84.3
0° 2048 0.125 85.2 86.2 842 84.5 85.9
1.42 45° 512 0.03125 82.1 75.3 89.0 87.3 78.2
90° 32768 0.03125 80.3 72.0 88.6 86.4 76.0
135° 512 0.03125 84.6 81.7 87.4 86.6 82.7
0° 8192 0.0078125 86.6 86.2 87.0 86.9 86.3
1.43 45° 32768 0.0078125 85.0 81.7 88.2 874 82.8
90° 2048 0.00195312 81.3 72.8 89.8 87.8 76.8
135° 8192 0.03125 89.0 88.2 89.8 89.7 884
0° 2048 0.0078125 83.6 80.9 86.2 854 81.9
1.44 45° 512 0.125 825 789 86.2 85.1 80.3
90° 128 0.125 80.3 789 81.7 81.2 79.5
135° 32768 0.0078125 85.2 80.5 89.8 88.8 822
0° 32768 0.03125 86.6 89.8 834 84.4 89.1
1.45 45° 512 0.125 83.6 80.5 86.6 85.7 81.6
90° 32768 0.0078125 85.4 81.7 89.0 88.2 83.0
135° 32768 0.00195312 86.2 83.4 89.0 88.4 84.2
0° 512 0.0078125 85.2 74.4 95.9 94.8 79.0
1.46 45° 32768 0.0078125 84.8 789 90.6 89.4 81.1
90° 32768 0.00195312 82.1 80.1 84.2 83.5 80.9
135° 2048 0.0078125 84.2 78.9 89.4 88.2 80.9
0° 512 0.0078125 85.0 88.2 81.7 82.8 87.4
147 45° 128 05 79.9 76.9 82.9 81.8 78.2
90° 128 0.5 82.7 82.9 82.5 82.6 82.9
135° 512 0.03125 82.7 78.5 87.0 85.8 80.2
0° 512 0.5 80.3 83.4 77.3 78.6 82.3
1.48 45° 2048 0.0078125 86.4 85.8 87.0 86.8 86.0
90° 8 0.5 78.5 68.0 89.0 86.1 73.5
135° 2048 0.125 84.8 87.0 82.5 83.3 86.4
0° 2048 0.0078125 89.6 82.5 96.7 96.2 84.7
1.49 45° 32768 0.000488281 79.3 75.7 829 81.6 77.3
90° 128 0.5 79.1 76.9 81.3 80.5 77.9
135° 128 0.5 81.1 74.0 88.2 86.3 77.3
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Tabela B.5 Resultados da GLCM da imagem para d fixo no intervalo [0.1,0.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
1 2048 0.03125 81.2 79.9 85.4 84.1 787
0.1 2 512 0.125 78.3 83.0 73.7 759 81.3
3 8192 0.0078125 74.5 72.5 76.5 75.5 73.5
4 2048 0.125 68.6 67.6 69.6 69.0 68.3
1 8192 0.0078125 85.4 82.2 88.7 87.9 83.3
02 2 512 0.03125 79.8 65.2 94.3 92.0 73.0
3 8192 0.000488281 68.0 441 91.9 845 622
4 2.0 0.5 67.0 46.2 87.9 79.2 62.0
1 8192 0.001953125 85.6 814 89.9 88.9 82.8
0.3 2 32 0.125 789 68.8 89.1 86.3 74.1
3 32768 0.000488281 747 60.7 88.7 843 69.3
4 128 0.03125 70.9 575 84.2 78.5 66.5
1 32 0.5 822 794 85.0 84.1 80.5
04 2 32768 0.000488281 81.6 68.8 94.3 924 752
3 512 0.03125 79.1 789 79.4 79.3 79.0
4 2048 0.125 65.0 62.3 67.6 65.8 64.2
1 2048 0.0078125 83.6 71.3 96.0 94.6 79.9
0.5 2 512 0.03125 83.6 729 94.3 92.8 77.7
3 2048 0.03125 78.3 74.9 81.8 80.4 76.5
4 8192 0.125 67.4 65.6 69.2 68.1 66.8
0° 32768 0.000488281 86.6 76.9 96.4 95.5 80.7
0.6 45° 2048 0.0078125 85.2 78.5 91.9 90.7 81.1
90° 8192 0.00195312 777 65.6 89.9 86.6 72.3
135° 2048 0.000488281 753 65.6 85.0 81.4 71.2
1 32768 0.00195312 88.5 83.0 93.9 93.2 84.7
0.7 2 2048 0.0078125 80.8 69.6 91.9 89.5 752
3 8192 0.0078125 77.1 72.5 81.8 79.9 74.8
4 32768 0.000488281 69.0 59.5 78.5 73.5 66.0
1 2048 0.0078125 88.1 81.0 95.1 94.3 83.3
0.8 2 128 0.5 82.2 85.8 78.5 80.0 84.7
3 32768 0.0078125 78.9 72.5 85.4 83.3 75.6
4 32768 0.00195312 74.3 68.8 79.8 77.3 719
1 32 0.125 87.2 83.0 91.5 90.7 84.3
0.9 2 32768 0.0078125 84.0 82.6 85.4 85.0 83.1
3 8192 0.03125 78.7 82.2 75.3 76.9 80.9
4 32768 0.000488281 70.9 61.5 80.2 75.6 67.6
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Tabela B.6 Resultados da GLCM da imagem para d fixo no intervalo [1.1,1.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. vpP VPN
1 8192 0.03125 91.3 87.0 95.5 95.1 88.1
1.1 2 8192 0.0078125 85.2 81.8 88.7 87.8 83.0
3 32 0.5 76.5 70.4 82.6 80.2 73.6
4 32768 0.00195312 79.1 77.7 80.6 80.0 78.3
1 32768 0.03125 87.0 86.2 87.9 87.7 86.5
1.2 2 2048 0.03125 86.6 81.7 91.5 90.6 83.4
3 8192 0.03125 76.5 67.2 85.8 82.6 724
4 512 0.03125 70.4 57.1 83.8 77.9 66.1
1 8192 0.00195312 85.2 77.7 92.7 91.4 80.6
13 2 2048 0.0078125 85.2 83.0 874 86.9 83.7
3 32768 0.000488281 82.4 77.7 87.0 85.7 79.6
4 32 0.125 73.7 68.4 78.9 76.5 71.4
1 8192 0.0078125 88.3 81.0 95.5 94.8 83.4
1.4 2 512 0.125 83.6 80.2 87.0 86.1 81.4
3 8192 0.03125 81.0 78.1 83.8 82.8 79.3
4 8192 0.03125 72.7 68.0 77.3 75.0 70.7
1 512 0.03125 88.1 78.5 97.6 97.0 82.0
15 2 32 0.5 83.6 822 85.0 84.6 82.7
3 2048 0.0078125 77.1 749 79.4 78.4 76.0
4 2048 0.03125 73.7 61.1 86.2 81.6 68.9
1 32768 0.00195312 89.7 83.8 95.5 95.0 85.5
1.6 2 128 0.03125 83.4 74.9 91.9 90.2 78.5
3 32768 0.00195312 80.4 70.9 89.9 87.5 75.5
4 32768 0.000488281 69.4 71.7 67.2 68.6 70.3
1 8192 0.125 83.8 78.5 89.1 87.8 80.6
1.7 2 512 0.0078125 81.8 70.4 93.1 91.1 759
3 32768 0.000488281 80.6 72.5 88.7 86.5 76.3
4 512 0.5 71.9 72.5 71.3 71.6 72.1
1 32768 0.000488281 87.7 80.7 94.7 93.9 83.0
1.8 2 2048 0.0078125 86.0 79.4 92.7 91.6 81.8
3 2048 0.03125 78.3 77.7 78.9 78.7 78.0
4 32768 0.000488281 71.5 66.0 76.9 74.1 69.3
1 32768 0.0078125 87.2 88.7 85.8 86.2 88.3
1.9 2 32768 0.0078125 81.4 77.3 85.4 84.1 79.0
3 2048 0.00195312 72.1 522 91.9 86.6 65.8
4 32768 0.00195312 75.1 73.7 76.5 75.8 744
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Tabela B.7 Resultados da GLCM da imagem para d fixo no intervalo [1.11,1.19]

q d C v Estatisticas (%)
Acur. Sens. Espec. VPP VPN
1 32768 0.001953125 88.3 81.0 95.5 94.8 83.4
1.11 2 2048 0.0078125 84.8 80.6 89.1 88.1 82.1
3 2048 0.0078125 80.6 72.1 89.1 86.8 76.1
4 32768 0.000488281 77.9 72.1 83.8 81.7 75.0
1 32768 0.03125 86.0 85.4 86.6 86.5 85.6
1.12 2 32768 0.0078125 84.4 76.1 92.7 91.2 79.5
3 8192 0.0078125 789 72.5 85.4 83.3 75.6
4 2048 0.0078125 70.4 68.4 72.5 71.3 69.6
1 8192 0.03125 86.0 80.6 91.5 90.5 825
1.13 2 32768 0.001953125 87.2 82.2 92.3 914 83.8
3 8.0 2.0 72.7 64.0 81.4 77.5 69.3
4 32768 0.000488281 76.3 74.1 78.5 77.5 75.2
1 128 0.5 86.4 85.0 87.9 87.5 85.4
1.14 2 512 0.125 85.2 78.5 91.9 90.7 81.1
3 2048 0.03125 79.1 72.1 86.2 84.0 75.5
4 32768 0.00012207 749 62.8 87.0 82.9 70.0
1 2048 0.03125 90.3 83.4 97.2 96.7 85.4
1.15 2 32768 0.000488281 85.4 81.0 89.9 88.9 82.5
3 512 0.0078125 77.3 74.1 80.6 79.2 75.7
4 8192 0.00195312 72.5 58.3 86.6 81.4 67.5
1 2048 0.0078125 86.6 753 98.0 97 .4 79.9
1.16 2 128 0.03125 86.0 79.8 92.3 91.2 82.0
3 32768 0.00195312 79.8 74.5 85.0 83.3 76.9
4 512 0.03125 76.1 64.4 87.9 84.1 71.1
1 2048 0.125 89.3 85.4 93.1 92.5 86.5
1.17 2 32768 0.00195312 83.2 82.6 83.8 83.6 82.8
3 512 0.125 82.2 75.7 88.7 87.0 78.5
4 32768 0.0078125 72.3 68.0 76.5 74.3 70.5
1 32768 0.0078125 84.0 84.2 83.8 83.9 84.1
1.18 2 32768 0.00195312 87.0 83.8 90.3 89.6 84.8
3 32768 0.000488281 79.1 75.7 82.6 81.3 77.3
4 32768 0.000488281 739 64.0 83.8 79.8 69.9
1 32768 0.0078125 89.1 83.0 95.1 94.5 84.8
1.19 2 8192 0.0078125 88.1 86.2 89.9 89.5 86.7
3 128 0.125 79.4 72.1 86.6 84.4 75.6
4 128 0.03125 741 58.7 89.5 84.8 68.4
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Tabela B.8 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [0.1,0.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 32 2.0 66.2 72.5 59.9 64.4 68.5
01 45° 128 05 60.7 55.9 65.6 61.9 59.8
90° 128 0.125 63.0 39.3 86.6 74.6 58.8
135° 2048 0.0078125 66.8 61.5 721 68.8 65.2
0° 2048 0.03125 68.6 65.6 717 69.8 67.6
0.2 45° 2048 0.0078125 63.7 62.3 64.8 63.9 63.2
90° 32768 0.00195312 66.4 66.0 66.8 66.5 66.3
135° 32768 0.03125 62.6 62.3 62.8 62.6 62.5
0° 32768 0.000488281 73.1 64.8 814 777 69.8
0.3 45° 512 0.03125 66.4 62.3 704 67.8 65.2
90° 512 0.03125 67.8 741 61.5 65.8 704
135° 2.0 8.0 60.9 55.9 66.0 62.2 59.9
0° 8192 0.00195312 739 70.9 76.9 754 725
0.4 45° 128 0.03125 64.2 474 81.0 71.3 60.6
90° 128 0.03125 65.8 66.0 65.6 65.7 65.9
135° 32768 0.0078125 67.6 71.3 64.0 66.4 69.0
0° 32 0.5 77.1 749 794 784 76.0
0.5 45° 512 0.00195312 66.6 50.2 83.0 747 62.5
90° 32768 0.03125 59.3 58.7 59.9 59.4 59.2
135° 128 0.03125 72.5 68.4 76.5 74.4 70.8
0° 32768 0.00012207 73.9 72.5 753 74.6 73.2
0.6 45° 8192 0.00195312 715 68.4 74.5 72.8 70.2
90° 512 0.0078125 73.5 67.2 79.8 76.9 70.9
135° 8.0 0.5 70.9 753 66.4 69.1 729
0° 512 0.0078125 79.8 78.1 81.4 80.8 78.8
0.7 45° 32768 0.00012207 717 62.3 81.0 76.6 68.3
90° 512 0.03125 73.5 76.1 70.9 72.3 74.8
135° 8192 0.00195312 73.9 68.8 78.9 76.6 717
0° 32 0.5 78.9 79.4 78.5 78.7 79.2
0.8 45° 8.0 0.5 729 66.4 79.4 76.3 70.3
90° 512 0.0078125 73.3 70.9 75.7 74.5 72.2
135° 32 0.5 75.3 70.9 79.8 77.8 73.2
0° 32 2.0 76.5 76.1 76.9 76.7 76.3
0.9 45° 512 0.125 71.7 71.7 71.7 717 71.7
90° 512 0.03125 74.5 72.1 76.9 75.7 734
135° 128 0.03125 78.1 74.9 81.4 80.1 76.4
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Tabela B.9 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [1.1,1.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 128 0.03125 79.4 729 85.8 83.7 76.0
11 45° 32768 0.00012207 72.7 62.3 83.0 78.6 68.8
90° 32 8.0 69.8 737 66.0 68.4 715
135° 8192 0.000195313 745 69.6 79.4 77.1 723
0° 32768 0.0078125 753 709 79.8 77.8 732
1.2 45° 2048 0.0078125 72.3 77.7 66.8 70.1 75.0
90° 8192 0.125 67.8 68.0 67.6 67.7 67.9
135° 32768 0.00195312 70.2 729 67.6 69.2 714
0° 32 0.125 79.8 71.3 88.3 85.9 754
13 45° 2048 0.03125 73.1 785 67.6 70.8 759
90° 512 0.00195312 69.6 64.8 745 717 67.9
135° 32768 0.000488281 739 794 68.4 715 76.8
0° 32 0.5 789 72.5 854 83.3 75.6
14 45° 2048 0.03125 75.9 71.3 80.6 78.6 73.7
90° 32 8.0 67.6 70.9 64.4 66.5 68.8
135° 32 0.5 73.3 67.2 794 76.5 70.8
0° 32768 0.00195312 822 79.8 84.6 83.8 80.7
15 45° 32768 0.000488281 75.9 73.3 78.5 774 74.6
90° 8192 0.125 69.8 65.2 74.5 71.9 68.1
135° 128 0.5 73.1 63.2 83.0 78.8 69.3
0° 8192 0.00195312 749 70.4 79.4 77.3 729
1.6 45° 512 0.125 73.1 68.0 78.1 75.7 71.0
90° 8.0 0.5 66.4 60.3 72.5 68.7 64.6
135° 8192 0.03125 715 69.2 73.7 72.5 70.5
0° 8192 0.0078125 77.1 75.7 78.5 77.9 76.4
1.7 45° 2048 0.0078125 74.5 74.5 74.5 74.5 74.5
90° 8192 0.03125 78.5 81.4 75.7 77.0 80.3
135° 2048 0.0078125 74.1 81.0 67.2 712 779
0° 2048 0.0078125 82.4 78.9 85.8 84.8 80.3
1.8 45° 32768 0.00012207 76.9 74.5 79.4 78.3 757
90° 32768 0.00012207 78.9 83.4 74.5 76.6 81.8
135° 8.0 8.0 70.0 76.5 63.6 67.7 73.0
0° 2048 0.0078125 81.2 85.0 77.3 789 83.8
1.9 45° 512 0.0078125 77.5 78.1 76.9 77.2 77.9
90° 128 0.125 729 71.7 74.1 73.4 72.3
135° 32768 0.00195312 753 77.3 73.3 743 76.4




APENDICE B

67

Tabela B.10 Resultados da SVD a partir GLCM da imagem para 6 fixo no intervalo [1.81,1.89]

q 0 C v Estatisticas (%)
Acur. Sens. Espec. VPP VPN
0° 128 0.125 80.8 75.3 86.2 84.5 77.7
1.81 45° 8192 0.0078125 737 68.8 78.5 76.2 71.6
90° 2048 0.00195312 73.1 63.6 82.6 785 69.4
135° 2048 0.000195313 74.7 79.8 69.6 724 775
0° 32768 0.000488281 82.0 822 81.8 81.9 82.1
1.82 45° 32768 0.000488281 783 741 82.6 81.0 76.1
90° 32768 0.000488281 74.5 749 741 743 74.7
135° 128 0.0078125 72.5 68.8 76.1 74.2 70.9
0° 128 0.125 79.4 69.6 89.1 86.4 74.6
1.83 45° 8192 0.0078125 72.7 68.0 77.3 75.0 70.7
90° 32 2.0 70.2 66.0 74.5 72.1 68.7
135° 2048 0.03125 76.7 70.9 82.6 80.3 739
0° 8192 0.125 74.7 78.1 71.3 73.1 76.5
1.84 45° 2048 0.00195312 743 70.0 78.5 76.5 72.4s
90° 8192 0.03125 76.5 66.8 86.2 829 72.2
135° 8192 0.0078125 749 65.6 84.2 80.6 71.0
0° 32768 0.0078125 785 789 78.1 783 78.8
1.85 45° 512 0.03125 74.3 713 773 75.9 729
90° 8.0 0.5 74.5 70.0 789 76.9 72.5
135° 2048 0.03125 76.9 73.7 80.2 78.8 753
0° 512 0.5 78.5 81.4 75.7 77.0 80.3
1.86 45° 512 0.03125 759 74.5 77.3 752 76.7
90° 128 0.5 74.5 713 777 76.2 73.0
135° 128 0.125 777 80.2 753 76.4 79.1
0° 32 0.5 83.8 82.2 85.4 84.9 82.7
187 45° 8.0 05 72.0 72.9 71.3 71.7 72.4
90° 8192 0.00195312 759 85.0 66.8 719 81.7
135° 8192 0.03125 75.3 82.6 68.0 72.1 79.6
0° 32 0.5 84.4 85.4 83.4 83.7 85.1
1.88 45° 2048 0.0078125 759 777 74.1 75.0 76.9
90° 32 0.5 76.5 73.3 79.8 78.4 74.9
135° 128 0.5 75.1 76.9 73.3 74.2 76.1
0° 8192 0.0078125 80.8 85.8 75.7 779 84.2
1.89 45° 2048 0.03125 80.0 745 85.4 83.6 77.0
90° 128 0.03125 779 76.1 79.8 79.0 77.0
135° 8192 0.03125 72.1 64.8 79.4 75.8 69.3
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Tabela B.11 Resultados da SVD a partir GLCM da imagem para d fixo no intervalo [0.1,0.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
1 32768 0.00195312 66.6 68.0 65.2 66.1 67.1
0.1 2 2048 0.03125 59.9 59.1 60.7 60.1 59.8
3 32 8.0 57.7 52.6 62.8 58.6 57.0
4 32768 0.00195312 66.8 57.9 75.7 70.4 64.3
1 2048 0.0078125 70.6 67.2 741 72.1 69.3
0.2 2 2048 0.125 65.4 61.9 68.8 66.5 64.4
3 32768 0.0078125 65.4 59.5 71.3 67.4 63.8
4 32768 0.000488281 65.2 64.8 65.6 65.3 65.1
1 512 0.03125 73.7 72.9 74.5 741 73.3
0.3 2 8.0 0.03125 58.9 37.7 80.2 65.5 56.3
3 8.0 2.0 619 68.4 55.5 60.6 63.7
4 32768 0.00195312 65.6 57.9 73.3 68.4 63.5
1 512 0.03125 73.1 61.5 84.6 80.0 68.8
0.4 2 128 0.5 66.4 64.8 68.0 66.9 65.9
3 8.0 0.5 64.6 421 87.0 76.5 60.1
4 32 2.0 60.9 46.2 75.7 65.5 58.4
1 8.0 0.5 68.8 66.8 70.9 69.6 68.1
0.5 2 8192 0.00195312 69.0 59.5 78.5 73.5 66.0
3 512 0.03125 66.6 66.8 66.4 66.5 66.7
4 32768 0.00012207 65.6 54.7 76.5 69.9 62.8
1 32768 0.00012207 76.7 70.9 82.6 80.3 73.9
0.6 2 2048 0.0078125 67.0 60.7 73.3 69.4 65.1
3 0.03125 0.0078125 59.9 61.1 58.7 59.7 60.2
4 512 0.0078125 67.8 50.6 85.0 77.2 63.3
1 128 0.03125 72.5 70.0 74.9 73.6 71.4
0.7 2 32768 0.000488281 68.0 72.9 63.2 66.4 70.0
3c 32 0.5 68.6 57.5 79.8 74.0 65.2
4 2048 0.00012207 57.7 53.4 61.9 58.4 57.1
1 32768 0.000488281 75.7 72.1 79.4 77.7 74.0
0.8 2 128 0.125 69.6 67.6 71.7 70.5 68.9
3 2048 0.00012207 59.5 38.5 80.6 66.4 56.7
4 32 2.0 62.3 59.5 65.2 63.1 61.7
1 8192 0.0078125 79.8 74.9 84.6 83.0 77.1
0.9 2 32768 0.0078125 69.2 76.1 62.3 66.9 72.3
3 2048 0.125 67.4 65.2 69.6 68.2 66.7
4 32768 0.0078125 55.3 55.1 55.5 55.3 55.2
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Tabela B.12 Resultados da SVD a partir GLCM da imagem para d fixo no intervalo [1.1,1.9]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. vpP VPN
1 32768 0.000488281 79.8 77.3 822 81.3 78.4
1.1 2 512 0.0078125 72.7 72.1 73.3 73.0 72.4
3 2048 0.0078125 68.8 57.9 79.8 74.1 65.4
4 512 0.0078125 68.0 57.1 78.9 73.1 64.8
1 128 0.5 76.1 73.7 78.5 77.4 749
1.2 2 2048 0.0078125 71.1 66.8 75.3 73.0 69.4
3 32768 0.03125 69.0 67.2 70.8 69.7 68.4
4 2048 0.000488281 68.2 51.8 84.6 77.1 63.7
1 2048 0.0078125 76.9 69.6 84.2 81.5 73.5
1.3 2 2048 0.03125 74.7 75.3 741 74.4 75.0
3 2048 0.0078125 71.7 67.6 75.7 73.6 70.0
4 2048 0.000488281 67.2 55.1 79.4 72.7 63.8
1 8192 0.03125 80.8 72.1 89.5 87.3 76.2
14 2 2048 0.0078125 76.7 78.9 745 75.6 78.0
3 128 0.03125 70.9 63.2 78.5 74.6 68.1
4 2048 0.0078125 68.2 53.8 82.6 75.6 64.2
1 512 0.125 82.0 75.3 88.7 86.9 782
15 2 8.0 2.0 70.6 65.6 75.7 73.0 68.8
3 32768 0.03125 73.7 74.1 73.3 73.5 73.9
4 2048 0.0078125 68.4 64.0 72.9 70.2 66.9
1 2048 0.03125 79.1 72.9 85.4 83.3 75.9
1.6 2 128 0.5 75.3 66.0 84.6 81.1 71.3
3 2048 0.03125 73.9 72.1 75.7 74.8 73.0
4 32768 0.0078125 65.8 61.9 69.6 67.1 64.7
1 32768 0.0078125 82.0 75.7 88.3 86.6 78.4
1.7 2 128 0.125 71.3 72.1 70.4 70.9 71.6
3 32 0.5 73.9 68.4 79.4 76.8 71.5
4 2048 0.0078125 72.7 67.2 78.1 75.5 70.4
1 32768 0.0078125 80.8 79.8 81.8 81.4 80.2
1.8 2 32 0.5 76.1 75.7 76.5 76.3 759
3 32 0.5 70.2 74.9 65.6 68.5 72.3
4 32768 0.000488281 64.4 65.6 63.2 64.0 64.7
1 2048 0.0078125 80.2 80.2 80.2 80.2 80.2
1.9 2 8192 0.125 75.7 68.0 83.4 80.4 72.3
3 128 0.5 67.8 68.0 67.6 67.7 67.9
4 512 0.03125 67.8 61.1 74.5 70.6 65.7
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Tabela B.13 Resultados da SVD a partir GLCM da imagem para 4 fixo no intervalo [1.71,1.79]

q 0 C 0% Estatisticas (%)
Acur. Sens. Espec. VPP VPN
1 2048 0.03125 81.4 80.6 82.2 81.9 80.9
1.71 2 8192 0.03125 74.5 69.6 79.4 77.1 72.3
3 2048 0.03125 72.1 72.5 71.7 71.9 72.2
4 32768 0.000488281 68.4 59.5 77.3 724 65.6
1 8192 0.00195312 81.2 76.9 85.4 84.1 78.7
1.72 2 2048 0.03125 75.7 70.0 81.4 79.0 73.1
3 32768 0.00195312 73.1 73.3 729 73.0 73.2
4 8.0 2.0 62.6 64.0 61.1 62.2 62.9
1 32768 0.00195312 82.0 79.4 84.6 83.8 80.4
1.73 2 32768 0.00195312 74.5 71.3 77.7 76.2 73.0
3 512 0.125 719 69.2 74.5 73.1 70.8
4 32768 0.0078125 66.0 68.4 63.6 65.3 66.8
1 32768 0.00012207 78.7 78.1 79.4 79.1 78.4
174 2 2048 0.0078125 78.1 76.9 79.4 78.8 77.5
3 32768 0.00012207 72.1 68.8 75.3 73.6 70.7
4 2048 0.0078125 65.0 64.0 66.0 65.3 64.7
1 2048 0.0078125 73.1 64.0 82.2 78.2 69.5
1.75 2 32768 0.00195312 75.1 74.9 75.3 75.2 75.0
3 128 0.125 74.1 71.7 76.5 75.3 73.0
4 8.0 8.0 63.8 56.3 71.3 66.2 62.0
1 32768 0.0078125 84.2 79.8 88.7 87.6 81.4
1.76 2 2048 0.0078125 78.1 78.1 78.1 78.1 78.1
3 128 0.125 69.2 74.1 64.4 67.5 71.3
4 32768 0.000488281 68.8 64.8 72.9 70.5 67.4
1 2048 0.03125 80.0 79.8 80.2 80.1 79.8
1.77 2 128 0.5 72.3 67.6 76.9 74.6 79.4
3 2048 0.125 71.5 71.3 71.7 71.5 71.4
4 128 0.5 65.8 56.3 75.3 69.5 63.3
1 8192 0.125 74.1 73.7 74.5 74.3 739
178 2 8192 0.125 725 66.0 789 75.8 69.9
3 512 0.0078125 68.4 72.1 64.8 67.2 69.9
4 32768 0.0000305176 63.2 58.7 67.6 64.4 62.1
1 2048 0.0078125 82.6 74.5 90.7 88.9 78.0
1.79 2 2048 05 69.2 75.7 62.8 67.0 72.1
3 2048 0.03125 70.2 57.5 83.0 77.2 66.1
4 32 2.0 63.2 55.1 71.3 65.7 61.3
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